

[image: image]



2. AUFLAGE

Einführung in Data Science

Grundprinzipien der Datenanalyse mit Python

Joel Grus

Deutsche Übersetzung von
Kristian Rother und Thomas Demmig

[image: image]


Joel Grus

Lektorat: Alexandra Follenius

Übersetzung: Kristian Rother und Thomas Demmig

Korrektorat: Sibylle Feldmann, www.richtiger-text.de

Satz: III-satz, www.drei-satz.de

Herstellung: Stefanie Weidner

Umschlaggestaltung: Karen Montgomery, Michael Oréal, www.oreal.de

Bibliografische Information der Deutschen Nationalbibliothek

Die Deutsche Nationalbibliothek verzeichnet diese Publikation in der Deutschen Nationalbibliografie; detaillierte bibliografische Daten sind im Internet über http://dnb.d-nb.de abrufbar.



	ISBN:


	 





	Print


	978-3-96009-123-3





	PDF


	978-3-96010-336-3





	ePub


	978-3-96010-337-0





	mobi


	978-3-96010-338-7







2. Auflage

Translation Copyright für die deutschsprachige Ausgabe © 2020 dpunkt.verlag GmbH Wieblinger Weg 17

69123 Heidelberg

Dieses Buch erscheint in Kooperation mit O’Reilly Media, Inc. unter dem Imprint »O’REILLY«.

O’REILLY ist ein Markenzeichen und eine eingetragene Marke von O’Reilly Media, Inc. und wird mit Einwilligung des Eigentümers verwendet.

Authorized German translation of the English edition of Data Science from Scratch: First Principles with Python, 2nd Edition, ISBN 978-1-492-04113-9 © 2019 Joel Grus. This translation is published and sold by permission of O’Reilly Media, Inc., which owns or controls all rights to publish and sell the same.

Hinweis:

Dieses Buch wurde auf PEFC-zertifiziertem Papier aus nachhaltiger Waldwirtschaft gedruckt. Der Umwelt zuliebe verzichten wir zusätzlich auf die Einschweißfolie.

[image: image]

Schreiben Sie uns:

Falls Sie Anregungen, Wünsche und Kommentare haben, lassen Sie es uns wissen: kommentar@oreilly.de.

Die vorliegende Publikation ist urheberrechtlich geschützt. Alle Rechte vorbehalten. Die Verwendung der Texte und Abbildungen, auch auszugsweise, ist ohne die schriftliche Zustimmung des Verlags urheberrechtswidrig und daher strafbar. Dies gilt insbesondere für die Vervielfältigung, Übersetzung oder die Verwendung in elektronischen Systemen.

Es wird darauf hingewiesen, dass die im Buch verwendeten Soft- und Hardware-Bezeichnungen sowie Markennamen und Produktbezeichnungen der jeweiligen Firmen im Allgemeinen warenzeichen-, marken- oder patentrechtlichem Schutz unterliegen.

Alle Angaben und Programme in diesem Buch wurden mit größter Sorgfalt kontrolliert. Weder Autor noch Verlag noch Übersetzer können jedoch für Schäden haftbar gemacht werden, die in Zusammenhang mit der Verwendung dieses Buches stehen.

5 4 3 2 1 0




	[image: image]


	Zu diesem Buch – sowie zu vielen weiteren O’Reilly-Büchern – können Sie auch das entsprechende E-Book im PDF-Format herunterladen. Werden Sie dazu einfach Mitglied bei oreilly.plus+:

www.oreilly.plus










Inhalt

Vorwort zur 2. Auflage

Vorwort zur 1. Auflage

1Einführung

Der Aufstieg der Daten

Was ist Data Science?

Ein motivierendes Szenario: DataSciencester

Finden von Schlüsselpersonen

Data Scientists, die Sie kennen könnten

Gehälter und Erfahrung

Bezahlte Nutzerkonten

Interessante Themen

Weiter geht’s!

2Ein Crashkurs in Python

Zen und Python

Python installieren

Virtuelle Umgebungen

Formatieren durch Leerzeichen

Module

Funktionen

Strings

Exceptions

Listen

Tupel

Dictionaries

defaultdict

Counter

Sets

Kontrollfluss

Wahrheitswerte

Sortieren

List Comprehensions

Automatisierte Tests und assert

Objektorientierte Programmierung

Iterables und Generatoren

Zufall

Reguläre Ausdrücke

Funktionale Programmierung

zip und Entpacken von Argumenten

args und kwargs

Type Annotations

Wie man Type Annotations schreibt

Willkommen bei DataSciencester!

Weiterführendes Material

3Daten visualisieren

matplotlib

Balkendiagramme

Liniendiagramme

Scatterplots

Weiterführendes Material

4Lineare Algebra

Vektoren

Matrizen

Weiterführendes Material

5Statistik

Einen einzelnen Datensatz beschreiben

Lagemaße

Streuung

Korrelation

Das Simpson-Paradoxon

Weitere Fallstricke von Korrelationen

Korrelation und Kausalität

Weiterführendes Material

6Wahrscheinlichkeit

Abhängigkeit und Unabhängigkeit

Bedingte Wahrscheinlichkeit

Der Satz von Bayes

Zufallsvariablen

Kontinuierliche Wahrscheinlichkeitsverteilungen

Die Normalverteilung

Der zentrale Grenzwertsatz

Weiterführendes Material

7Hypothesen und Schlussfolgerungen

Testen statistischer Hypothesen

Beispiel: Münzwürfe

p-Werte

Konfidenzintervalle

p-Hacking

Beispiel: Durchführen eines A/B-Tests

Bayessche Inferenz

Weiterführendes Material

8Die Gradientenmethode

Die Idee hinter der Gradientenmethode

Abschätzen des Gradienten

Den Gradienten verwenden

Auswahl der richtigen Schrittweite

Mit der Gradientenmethode Modelle anpassen

Minibatch und stochastische Gradientenmethode

Weiterführendes Material

9Daten sammeln

stdin und stdout

Einlesen von Dateien

Grundlagen von Textdateien

Dateien mit Feldtrennern

Auslesen von Webseiten

Parsen von HTML-Dokumenten

Beispiel: Den Kongress im Auge behalten

Verwenden von APIs

JSON und XML

Eine nicht authentifizierte API verwenden

APIs finden

Beispiel: Verwenden der Twitter-APIs

Zugriff auf die APIs erhalten

Weiterführendes Material

10Arbeiten mit Daten

Erkunden Ihrer Daten

Erkunden eindimensionaler Daten

Zwei Dimensionen

Mehrere Dimensionen

NamedTuples

Datenklassen

Bereinigen und Umformen

Manipulieren von Daten

Umskalieren

Exkurs: tqdm

Hauptkomponentenanalyse

Weiterführendes Material

11Maschinelles Lernen

Modellieren

Was ist maschinelles Lernen?

Overfitting und Underfitting

Genauigkeit

Der Kompromiss zwischen Bias und Varianz

Extraktion und Auswahl von Eigenschaften

Weiterführendes Material

12k-Nächste-Nachbarn

Das Modell

Beispiel: Der Iris-Datensatz

Der Fluch der Dimensionalität

Weiterführendes Material

13Naive Bayes-Klassifikatoren

Ein wirklich primitiver Spam-Filter

Ein anspruchsvollerer Spam-Filter

Implementierung

Das Modell testen

Das Modell verwenden

Weiterführendes Material

14Einfache lineare Regression

Das Modell

Anwenden des Gradientenverfahrens

Maximum-Likelihood-Methode

Weiterführendes Material

15Multiple Regression

Das Modell

Weitere Annahmen bei der Methode der kleinsten Quadrate

Anpassen des Modells

Interpretation des Modells

Anpassungsgüte

Exkurs: Bootstrapping

Standardfehler von Regressionskoeffizienten

Regularisierung

Weiterführendes Material

16Logistische Regression

Die Aufgabe

Die logistische Funktion

Anwendung des Modells

Anpassungsgüte

Support Vector Machines

Weiterführendes Material

17Entscheidungsbäume

Was ist ein Entscheidungsbaum?

Entropie

Die Entropie einer Partition

Einen Entscheidungsbaum erzeugen

Verallgemeinerung des Verfahrens

Random Forests

Weiterführendes Material

18Neuronale Netzwerke

Perzeptrons

Feed-forward-Netze

Backpropagation

Beispiel: Fizz Buzz

Weiterführendes Material

19Deep Learning

Der Tensor

Die Layer-Abstrahierung

Der lineare Layer

Neuronale Netzwerke als Abfolge von Layern

Verlust und Optimierung

Beispiel XOR überarbeitet

Andere Aktivierungsfunktionen

Beispiel: Fizz Buzz überarbeitet

Softmaxes und Kreuz-Entropie

Dropout

Beispiel: MNIST

Modelle sichern und laden

Weiterführendes Material

20Clustering

Die Idee

Das Modell

Beispiel: Meet-ups

Die Auswahl von k

Beispiel: Clustern von Farben

Agglomeratives hierarchisches Clustering

Weiterführendes Material

21Linguistische Datenverarbeitung

Wortwolken

N-Gramm-Sprachmodelle

Grammatiken

Exkurs: Gibbs-Sampling

Themenmodellierung

Wortvektoren

Rekurrente neuronale Netzwerke

Beispiel: Ein RNN auf Zeichenebene verwenden

Weiterführendes Material

22Graphenanalyse

Betweenness-Zentralität

Eigenvektor-Zentralität

Matrizenmultiplikation

Zentralität

Gerichtete Graphen und PageRank

Weiterführendes Material

23Empfehlungssysteme

Manuelle Pflege

Empfehlen, was beliebt ist

Nutzerbasiertes kollaboratives Filtern

Gegenstandsbasiertes kollaboratives Filtern

Matrixfaktorisierung

Weiterführendes Material

24Datenbanken und SQL

CREATE TABLE und INSERT

UPDATE

DELETE

SELECT

GROUP BY

ORDER BY

JOIN

Subqueries

Indexstrukturen

Optimierung von Anfragen

NoSQL

Weiterführendes Material

25MapReduce

Beispiel: Wörter zählen

Warum MapReduce?

MapReduce verallgemeinert

Beispiel: Statusmeldungen analysieren

Beispiel: Matrizenmultiplikation

Eine Randbemerkung: Combiners

Weiterführendes Material

26Datenethik

Was ist Datenethik?

Jetzt aber wirklich: Was ist Datenethik?

Sollte ich mir über Datenethik Gedanken machen?

Schlechte Produkte bauen

Genauigkeit und Fairness abwägen

Zusammenarbeit

Interpretierbarkeit

Empfehlungen

Tendenziöse Daten

Datenschutz

Zusammenfassung

Weiterführendes Material

27Gehet hin und praktizieret Data Science

IPython

Mathematik

Nicht bei null starten

NumPy

pandas

scikit-learn

Visualisierung

R

Deep Learning

Finden Sie Daten

Data Science in der Praxis

Hacker News

Feuerwehrautos

T-Shirts

Tweets on a Globe

Und Sie?

Index


Vorwort zur 2. Auflage

Ich bin außerordentlich stolz auf die erste Auflage von Einführung in Data Science. Es wurde zu dem Buch, das ich mir vorgestellt hatte. Aber viele Jahre in der Data-Science-Entwicklung, der Fortschritt des Python-Ökosystems und meine persönliche Weiterentwicklung als Programmierer und Lehrer haben meine Vorstellung davon verändert, wie ein erstes Buch über Data Science aussehen sollte.

Im Leben gibt es keine zweiten Versuche, aber beim Schreiben gibt es zweite Auflagen.

Daher habe ich den gesamten Code und die Beispiele für Python 3.6 (und viele seiner neuen Features, wie zum Beispiel Type Annotations) neu geschrieben. Im gesamten Buch habe ich einen Schwerpunkt auf das Schreiben sauberen Codes gelegt. Einige der Spiel-Beispiele aus der ersten Auflage habe ich durch realistischere mit »richtigen« Daten ersetzt. Ich habe neues Material zu Themen wie Deep Learning, Statistik und linguistischer Datenverarbeitung ergänzt – Dinge, mit denen die Data Scientists von heute eher arbeiten werden. (Und ich habe einiges davon entfernt, was mir weniger relevant erschien.) Auch sonst habe ich mir das Buch nochmals genau angeschaut und Fehler behoben, Erläuterungen umgeschrieben, die weniger klar waren, als sie hätten sein können, und ein paar der Witze in die Gegenwart transportiert.

Die erste Auflage war ein tolles Buch, und diese ist noch besser. Viel Spaß!

Joel Grus, Seattle, Washington, 2019

In diesem Buch verwendete Konventionen

Die folgenden typografischen Konventionen werden in diesem Buch verwendet:

Kursiv

Weist auf neue Begriffe, Webadressen, E-Mail-Adressen, Dateinamen und Dateierweiterungen hin.

Nichtproportionalschrift

Wird sowohl für Programmcode verwendet als auch für Hinweise auf Elemente eines Programms im Text, etwa Namen von Variablen und Funktionen, Datenbanken, Datentypen, Umgebungsvariablen, Anweisungen und Schlüsselwörter.

Nichtproportionalschrift fett

Markiert Befehle oder anderen Text, den der Benutzer wörtlich eingeben sollte.

Nichtproportionalschrift kursiv

Markiert Text, den der Benutzer durch eigene Daten ersetzen sollte, oder Werte, die sich aus dem Kontext ergeben.
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	Dieses Symbol markiert einen Tipp oder eine Empfehlung.
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	Dieses Symbol markiert einen allgemeinen Hinweis.





	[image: image]


	Dieses Symbol markiert eine Warnung oder mahnt zur Vorsicht.







Verwenden von Codebeispielen

Zusätzliches Material (Codebeispiele, Übungen usw.) kann von der Adresse https://github.com/joelgrus/data-science-from-scratch heruntergeladen werden.

Dieses Buch ist dazu da, Ihnen beim Erledigen Ihrer Arbeit zu helfen. Im Allgemeinen dürfen Sie die Codebeispiele aus diesem Buch in Ihren eigenen Programmen und der dazugehörigen Dokumentation verwenden. Sie müssen uns nicht um Erlaubnis fragen, solange Sie nicht einen beträchtlichen Teil des Codes reproduzieren. Beispielsweise benötigen Sie keine Erlaubnis, um ein Programm zu schreiben, in dem mehrere Codefragmente aus diesem Buch vorkommen. Wollen Sie dagegen eine CD-ROM mit Beispielen aus Büchern von O’Reilly verkaufen oder verteilen, brauchen Sie eine Erlaubnis. Eine Frage zu beantworten, indem Sie aus diesem Buch zitieren und ein Codebeispiel wiedergeben, benötigt keine Erlaubnis. Eine größere Menge Beispielcode aus diesem Buch in die Dokumentation Ihres Produkts aufzunehmen, bedarf hingegen einer Erlaubnis.

Wir freuen uns über Literaturverweise, verlangen sie aber nicht. Ein Literaturverweis besteht für gewöhnlich aus Titel, Autor, Herausgeber und ISBN, zum Beispiel: »Einführung in Data Science von Joel Grus, 2. Auflage, O’Reilly 2020, ISBN 978-3-96009-123-3«.

Wenn Sie das Gefühl haben, zu viel Beispielcode zu verwenden oder die oben genannten Befugnisse zu überschreiten, können Sie sich gern an uns wenden unter der Adresse kommentar@oreilly.de.
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Vorwort zur 1. Auflage

Data Science

Data Scientist wurde bereits als der »sexiest Job des 21. Jahrhunderts« (https://hbr.org/2012/10/data-scientist-the-sexiest-job-of-the-21st-century) bezeichnet, vermutlich von jemandem, der nie eine Feuerwache besucht hat. Nichtsdestotrotz ist Data Science ein aktuelles und wachsendes Feld, und man muss kein Meisterdetektiv sein, um zu prognostizieren, dass wir in den nächsten zehn Jahren Millionen und Abermillionen mehr Data Scientists benötigen werden, als es zurzeit gibt.

Aber was ist Data Science eigentlich? Schließlich können wir keine Data Scientists ausbilden, wenn wir Data Science nicht einmal definieren können. Laut einem in der Branche bekannten Venn-Diagramm (http://drewconway.com/zia/2013/3/26/the-data-science-venn-diagram) setzt sich Data Science zusammen aus:


	der Fähigkeit zu hacken,

	dem Wissen über Mathematik und Statistik sowie

	substanziellem Expertenwissen.



Obwohl ich ursprünglich ein Buch über alle drei Dinge schreiben wollte, wurde mir schnell klar, dass allein eine gründliche Abhandlung über das »substanzielle Expertenwissen« Zehntausende Seiten benötigen würde. Daher beschloss ich, mich auf die ersten beiden Punkte zu beschränken. Mein Ziel ist es, Ihre Fähigkeit zu hacken so zu entwickeln, dass Sie gleich damit beginnen können, Data Science praktisch anzuwenden. Mein Ziel ist es ebenfalls, Sie mit Mathematik und Statistik im Zentrum von Data Science vertraut zu machen.

Das ist ein recht ambitioniertes Ziel für ein Buch. Der beste Weg, hacken zu lernen, ist, Dinge zu hacken. Beim Lesen dieses Buchs werden Sie einen guten Einblick darin bekommen, auf welchem Weg ich Dinge hacke. Das muss nicht zwangsläufig der beste Weg für Sie sein, Dinge zu hacken. Sie werden Kenntnisse über einige von mir genutzte Werkzeuge erlangen, die nicht unbedingt die bestmöglichen Werkzeuge für Sie sind. Sie werden kennenlernen, wie ich mich Datenproblemen nähere, für Sie gibt es aber vielleicht bessere Ansätze. Meine Absicht (und Hoffnung) ist, dass meine Beispiele Sie beflügeln werden, Dinge selbst auf Ihre eigene Weise auszuprobieren. Sämtlicher Code und alle Daten zu diesem Buch sind auf GitHub (https://github.com/joelgrus/data-science-from-scratch) verfügbar, sodass Sie gleich beginnen können.

Analog dazu besteht der beste Weg, Mathematik zu lernen, darin, Mathematik zu betreiben. Dieses Buch ist aus Rücksicht auf den Leser kein Mathematikbuch geworden, und die meiste Zeit werden wir keine »Mathematik betreiben«. Allerdings können Sie sich ohne Grundkenntnisse in Wahrscheinlichkeit, Statistik und linearer Algebra nicht ernsthaft mit Data Science auseinandersetzen. Daher werden wir an angemessener Stelle in mathematische Formeln, Denkweisen, Axiome und in die Zeichentrickversionen großer mathematischer Konzepte eintauchen. Ich hoffe, Sie fürchten sich nicht davor, mit mir hineinzuspringen.

Im Verlauf der Kapitel hoffe ich, Ihnen ein Gefühl für den Spaß am Spielen mit Daten zu vermitteln, weil das Spielen mit Daten eben Spaß macht! (Besonders im Vergleich zu einigen Alternativen wie dem Vorbereiten der Steuererklärung oder dem Kohlebergbau.)

Bei null starten

Es gibt etliche Programmbibliotheken, Frameworks, Module und Werkzeugsammlungen, die die verbreitetsten (und auch die exotischsten) Algorithmen und Techniken für Data Science beinhalten. Sobald Sie ein Data Scientist geworden sind, haben Sie eine innige Freundschaft mit NumPy, scikit-learn, pandas und einer Palette weiterer Bibliotheken geschlossen. Diese eignen sich gut, um Data Science zu betreiben. Sie sind aber auch hilfreich, wenn es darum geht, mit Data Science zu beginnen, ohne überhaupt etwas davon zu verstehen.

In diesem Buch werden wir uns Data Science von Grund auf nähern. Das bedeutet, wir werden uns Werkzeuge selbst bauen und Algorithmen von Hand implementieren, um sie besser zu verstehen. Ich habe viel über klare, gut kommentierte und verständliche Implementierungen und Beispiele nachgedacht. In den meisten Fällen werden unsere selbst gebauten Werkzeuge erhellend, aber unpraktisch sein. Sie werden für kleine Sandkastendatensätze gut funktionieren, aber an solchen mit »Internetausmaßen« kläglich scheitern.

Im Verlauf des Buchs werde ich Sie auf Bibliotheken hinweisen, mit denen Sie diese Techniken auf größere Datensätze anwenden können. Wir werden diese hier aber nicht verwenden.

Es gibt eine gesunde Diskussion darüber, welche die beste Programmiersprache ist, um Data Science zu lernen. Viele meinen, dies sei die Statistikprogrammiersprache R. (Wir nennen sie die »Leute auf dem Holzweg«.) Einige andere empfehlen Java oder Scala. Meiner Meinung nach ist jedoch Python die erste Wahl.

Python besitzt mehrere Eigenschaften, die sie zu einer gut geeigneten Sprache zum Lernen (und Betreiben) von Data Science machen:


	Python ist kostenlos.

	Es ist relativ einfach, darin zu programmieren (und insbesondere den Code zu verstehen).

	Es gibt zahlreiche nützliche Bibliotheken für Data Science in Python.



Ich zögere, Python meine Lieblingsprogrammiersprache zu nennen. Es gibt andere Sprachen, die ich angenehmer oder besser entworfen finde oder bei denen es mir einfach mehr Spaß macht, Code zu schreiben. Dennoch lande ich bei jedem neuen Data-Science-Projekt wieder bei Python. Jedes Mal, wenn ich schnell einen lauffähigen Prototyp schreiben muss, lande ich bei Python. Und jedes Mal, wenn ich Konzepte von Data Science klar und verständlich demonstrieren möchte, lande ich bei Python. Deshalb verwendet dieses Buch Python.

Das Ziel dieses Buchs ist nicht, Ihnen Python beizubringen (aber es ist so gut wie sicher, dass Sie beim Lesen etwas Python lernen werden). Ich werde Sie begleiten durch einen Crashkurs von der Länge eines Kapitels, der die für unsere Zwecke wichtigsten Eigenschaften hervorhebt. Sollten Sie aber gar nichts über das Programmieren in Python (oder über das Programmieren im Allgemeinen) wissen, benötigen Sie möglicherweise begleitend zum Buch ein Tutorial wie etwa »Programmieren lernen mit Python« von Allen B. Downey aus dem O’Reilly Verlag.

Der Rest unserer Einführung in Data Science wird genau diesen Ansatz wählen – dort in die Details gehen, wo es unausweichlich oder erhellend ist, und ansonsten Ihnen die Details zur eigenen Erkundung überlassen (oder zum Nachschlagen auf Wikipedia).

Im Verlauf der Jahre habe ich so manchen Data Scientist ausgebildet. Auch wenn nicht alle von ihnen weltumwälzende Daten-Ninja-Rockstars geworden sind, habe ich alle als bessere Data Scientists entlassen, als ich sie ursprünglich vorfand. Dabei habe ich den Glauben gewonnen, dass jeder mit etwas mathematischer Begabung und ein paar Programmierfähigkeiten sämtliche Grundvoraussetzungen zum Betreiben von Data Science erfüllt. Notwendig sind ein aufgeschlossener Geist, die Bereitschaft zu harter Arbeit und dieses Buch. Darum dieses Buch.


KAPITEL 1

Einführung

»Daten! Daten! Daten!«, schrie er ungeduldig. »Ohne Lehm kann ich keine Ziegel herstellen.«

– Arthur Conan Doyle

Der Aufstieg der Daten

Wir leben in einer Welt, die in Daten ertrinkt. Webseiten erfassen jeden Klick jedes Benutzers. Ihr Smartphone speichert Ihren Aufenthaltsort und Ihr Tempo jede einzelne Sekunde des Tages. »Quantified Selfer« tragen aufgemotzte Schrittmesser, die Herzfrequenz, Bewegungsgewohnheiten, Ernährung und Schlafzyklen registrieren. Intelligente Autos sammeln Informationen über Fahrgewohnheiten, intelligente Häuser sammeln Informationen über Lebensgewohnheiten, und intelligente Marketingleute sammeln Konsumgewohnheiten. Das Internet selbst stellt ein gewaltiges Netzwerk des Wissens dar, das (unter anderem) eine enorme Enzyklopädie mit Querverweisen darstellt – domänenspezifische Datenbanken über Filme, Musik, Sportergebnisse, Flippergeräte, Memes und Cocktails, außerdem viel zu viele Behördenstatistiken (einige davon sind sogar wahr!) von viel zu vielen Regierungen, bis Ihnen schwindelig wird.

Vergraben in diesen Daten sind die Antworten auf unzählige Fragen, die niemand zuvor zu fragen wagte. In diesem Buch werden Sie lernen, wie man sie findet.

Was ist Data Science?

Ein Witz sagt, dass ein Data Scientist jemand ist, der mehr über Statistik weiß als ein Informatiker und mehr über Informatik als ein Statistiker. (Ich habe nicht gesagt, dass es ein guter Witz ist.) Tatsächlich sind einige Data Scientists – für alle praktischen Belange – Statistiker, während andere kaum von Softwareentwicklern zu unterscheiden sind. Einige sind Experten für maschinelles Lernen, während andere nicht einmal den Weg zum Kühlschrank maschinell lernen könnten. Einige haben Doktortitel und eindrucksvolle Publikationslisten, während andere nie einen akademischen Fachartikel gelesen haben (Schande über sie). Kurz, egal wie Sie Data Science definieren, Sie werden Praktiker finden, auf die diese Definition überhaupt nicht passt.

Das soll uns aber nicht davon abhalten, es zu versuchen. Wir sagen einfach, dass ein Data Scientist jemand ist, der Erkenntnisse aus chaotischen Daten gewinnt. Die heutige Welt ist voll von Menschen, die Daten in Erkenntnis umwandeln möchten.

Das Datingportal OkCupid beispielsweise bittet seine Mitglieder, Tausende von Fragen zu beantworten, um die passendsten Partner für sie zu finden. Aber es wertet diese Ergebnisse auch aus, um unschuldig klingende Fragen zu entwickeln, mit denen sie herausbekommen können, wie wahrscheinlich es ist, dass jemand beim ersten Date mit Ihnen ins Bett geht (https://theblog.okcupid.com/the-best-questions-for-a-first-date-dba6adaa9df2).

Facebook fragt Sie nach Ihrer Heimatstadt und Ihrem gegenwärtigen Aufenthaltsort – vorgeblich, um es Ihren Freunden zu erleichtern, Sie zu finden und sich zu befreunden. Aber Facebook analysiert die Orte auch, um in der globalen Migration (https://www.facebook.com/notes/facebook-data-science/coordinated-migration/10151930946453859) und den Wohnorten von Footballfans (https://www.facebook.com/notes/facebook-data-science/nfl-fans-on-facebook/10151298370823859) Muster zu erkennen.

Target, ein großes Unternehmen im Einzelhandel, verfolgt Ihre Einkäufe und Interaktionen sowohl online als auch im Geschäft. Sie verwenden diese Daten zur Feststellung (https://www.nytimes.com/2012/02/19/magazine/shopping-habits.html), welche ihrer Kundinnen schwanger sind, um ihnen besser Babyprodukte präsentieren zu können.

An der Wahlkampagne von Obama nahmen 2012 Dutzende von Data Scientists teil, die Daten durchwühlten und damit experimentierten, um Wähler mit besonderem Zuwendungsbedarf zu identifizieren, optimale auf Spender zugeschnittene Spendenaufrufe zu starten und Aufrufe zur Wahlbeteiligung auf die vielversprechendsten Gegenden zu fokussieren. Und im Jahr 2016 probierte die Trump-Kampagne eine große Zahl von Online-Ads aus (https://www.wired.com/2016/11/facebook-won-trump-election-not-just-fake-news/) und analysierte dann die Daten, um herauszufinden, welche funktionieren und welche nicht.

Bevor Sie sich nun völlig abgeschreckt fühlen: Einige Data Scientists setzen ihre Fähigkeiten gelegentlich ein, um Gutes zu tun – etwa um die öffentliche Verwaltung durch Daten effektiver zu machen (https://www.marketplace.org/2014/08/22/tech/beyond-ad-clicks-using-big-data-social-good), Obdachlosen zu helfen (https://dssg.uchicago.edu/2014/08/20/tracking-the-paths-of-homelessness/) und die Gesundheitsversorgung zu verbessern (https://plus.google.com/communities/109572103057302114737). Es wird Ihrer Karriere allerdings gewiss nicht schaden, wenn Sie mit Vergnügen die beste Möglichkeit austüfteln, Leute zum Anklicken von Werbebannern zu bewegen.

Ein motivierendes Szenario: DataSciencester

Herzlichen Glückwunsch! Sie wurden soeben als Leiter der Abteilung für Data Science bei DataSciencester angeheuert, dem sozialen Netzwerk für Data Scientists.
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	Als ich die erste Auflage dieses Buchs schrieb, dachte ich, dass ein »soziales Netzwerk für Data Scientists« sehr nett, aber auch sehr hypothetisch wäre. Tatsächlich wurden jedoch seitdem soziale Netzwerke für Data Scientists geschaffen, und Risikokapitalgeber sammelten viel mehr Geld ein, als ich mit diesem Buch je verdient habe. Dahinter steckt vermutlich eine wertvolle Lektion über die verrückten Ideen von Data Scientists und das Veröffentlichen von Büchern.







Obwohl für Data Scientists geschaffen, hat DataSciencester bisher keine Mühen in die eigenen Data-Science-Praktiken investiert. (Fairerweise muss gesagt werden, dass DataSciencester als Produkt nicht real existiert.) Dies wird Ihre Aufgabe sein! Im Verlauf dieses Buchs werden Sie Data-Science-Methoden dadurch kennenlernen, dass Sie die Aufgaben an Ihrem neuen Arbeitsplatz bewältigen. Bisweilen werden wir uns direkt von Nutzern eingegebene Daten anschauen, bisweilen durch Interaktionen von Nutzern mit der Webseite generierte Daten und einige Male sogar Daten aus von uns entworfenen Experimenten.

Weil DataSciencester großen Wert auf die »Marke Eigenbau« legt, werden wir unsere Werkzeuge von Grund auf neu entwickeln. Am Ende werden Sie ein sehr solides Verständnis von den Data-Science-Grundlagen bekommen haben. Sie werden bereit sein, Ihre Fähigkeiten in einer Firma mit einer weniger heiklen Leitlinie einzusetzen oder auf eine für Sie interessante Fragestellung anzuwenden.

Willkommen an Bord und viel Glück! (Freitags dürfen Sie hier Jeans tragen, und die Toiletten sind am Ende des Korridors auf der rechten Seite.)

Finden von Schlüsselpersonen

Es ist Ihr erster Arbeitstag bei DataSciencester, und der Vizepräsident für Netzwerkarbeit steckt voller Fragen über Ihre Nutzer. Bisher hatte er niemanden, den er fragen konnte, und daher ist er begeistert, Sie dabeizuhaben.

Insbesondere möchte er herausbekommen, welche die »Schlüsselpersonen« unter den Data Scientists sind. Dazu stellt er Ihnen eine vollständige Kopie des Netzwerks von DataSciencester zur Verfügung. (Im wirklichen Leben übergibt man Ihnen die benötigten Daten eher selten. Kapitel 9 beschäftigt sich mit dem Beschaffen von Daten.)

Wie sieht diese Kopie der Netzwerkdaten aus? Sie besteht aus einer Liste von Nutzern, in der für jeden Nutzer ein dict mit einer id (eine Zahl) und einem Namen (name) angelegt ist. Aufgrund eines großen kosmischen Zufalls reimen sich die Namen mit der englisch ausgesprochenen id des Nutzers:


users = [

{ "id": 0, "name": "Hero" },

{ "id": 1, "name": "Dunn" },

{ "id": 2, "name": "Sue" },

{ "id": 3, "name": "Chi" },

{ "id": 4, "name": "Thor" },

{ "id": 5, "name": "Clive" },

{ "id": 6, "name": "Hicks" },

{ "id": 7, "name": "Devin" },

{ "id": 8, "name": "Kate" },

{ "id": 9, "name": "Klein" }

]



Der Vizepräsident gibt Ihnen auch noch Daten über »Freundschaften« als eine Liste von id-Paaren:


friendship_pairs = [(0, 1), (0, 2), (1, 2), (1, 3), (2, 3), (3, 4),

(4, 5), (5, 6), (5, 7), (6, 8), (7, 8), (8, 9)]



Zum Beispiel zeigt das Tupel (0, 1) an, dass der Data Scientist mit der id 0 (Hero) und der Data Scientist mit der id 1 (Dunn) befreundet sind. Das komplette Netzwerk ist in Abbildung 1-1 dargestellt.
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Abbildung 1-1: Das DataSciencester-Netzwerk

Wir haben die Freundschaften als Liste aus Paaren abgelegt. Damit lässt sich allerdings nicht sehr gut arbeiten. Um alle Freundschaften von Nutzer 1 zu finden, müssen Sie über jedes Paar iterieren und nach solchen mit der 1 suchen. Haben Sie viele Paare, würde das sehr lange dauern.

Lassen Sie uns stattdessen ein dict erstellen, in dem die Schlüssel die ids der Nutzer sind, während es sich bei den Werten um Listen mit ids der Freunde handelt. (Das Nachschlagen von Dingen in einem dict geht sehr schnell.)
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	Machen Sie sich bitte zunächst nicht zu viele Gedanken über die Details des Programmcodes. In Kapitel 2 werden Sie einen Crashkurs in Python absolvieren. Versuchen Sie erst einmal, einen Eindruck davon zu bekommen, was wir tun.







Wir müssen zwar immer noch jedes Paar anschauen, um das dict zu erstellen, aber nur einmal, und danach sind die Lookups sehr günstig:


# Das dict mit einer leeren Liste für jede Nutzer-id initialisieren:

friendships = {user["id"]: [] for user in users}

# Und über die Freundschaftspaare laufen lassen, um sie zu befüllen:

for i, j in friendship_pairs:

friendships[i].append(j)  # j als Freund von Nutzer i hinzufügen

friendships[j].append(i)  # i als Freund von Nutzer j hinzufügen



Nachdem wir jetzt die Freundschaften in einem dict abgelegt haben, können wir leicht Fragen an unseren Graphen formulieren, etwa: »Was ist die durchschnittliche Anzahl von Verbindungen eines Nutzers?«

Als Erstes ermitteln wir die gesamte Anzahl an Verbindungen, indem wir die Längen sämtlicher Listen in friends aufsummieren:


def number_of_friends(user):

"""Wie viele Freunde hat _user_?"""

user_id = user["id"]

friend_ids = friendships[user_id]

return len(friend_ids)

total_connections = sum(number_of_friends(user)

for user in users)       # 24



Anschließend teilen wir einfach durch die Anzahl der Nutzer:


num_users = len(users)                           # Länge der Liste users

avg_connections = total_connections / num_users  # 24/10 == 2.4



Es ist ebenfalls leicht, die am besten vernetzten Personen zu finden – sie sind diejenigen mit der größten Anzahl Freunde.

Weil es nicht sehr viele Nutzer gibt, können wir sie einfach von »hat die meisten Freunde« bis »hat die wenigsten Freunde« sortieren:


# Erstelle eine Liste (user_id, number_of_friends)

num_friends_by_id = [(user["id"], number_of_friends(user))

for user in users]

num_friends_by_id.sort(                                # nach num_friends

key=lambda id_and_friends: id_and_friends[1],   # sortieren

reverse=True)                                   # (absteigend)

# Jedes Paar entspricht (user_id, num_friends)

# [(1, 3), (2, 3), (3, 3), (5, 3), (8, 3),

# (0, 2), (4, 2), (6, 2), (7, 2), (9, 1)]



Wir können die obige Prozedur anwenden, um die zentralen Personen im Netzwerk zu identifizieren. Tatsächlich nennt man das von uns berechnete Maß für die Zentralität des Netzwerks Grad (siehe Abbildung 1-2).
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Abbildung 1-2: Das Netzwerk von DataSciencester, aufgeschlüsselt nach Grad

Dieses Maß hat den Charme, leicht berechenbar zu sein, aber es liefert nicht immer das Ergebnis, das Sie möchten oder erwarten. Im Netzwerk von DataSciencester zum Beispiel hat Thor (id 4) nur zwei Verbindungen, Dunn (id 1) dagegen besitzt drei. Aber schaut man sich einmal das Netzwerk an, sieht es eigentlich so aus, als wäre Thor zentraler. In Kapitel 22 werden wir Netzwerke genauer untersuchen, und wir werden uns auch kompliziertere Maße für Zentralität ansehen, die teilweise mit unserer Intuition übereinstimmen, teilweise aber auch nicht.

Data Scientists, die Sie kennen könnten

Während Sie noch den Papierkram für neue Mitarbeiter ausfüllen, kommt die Vizepräsidentin für Seilschaften an Ihrem Schreibtisch vorbei. Sie möchte Ihre Mitglieder zu mehr Verbindungen ermuntern und bittet Sie, ein Empfehlungssystem für »Data Scientists, die Sie kennen könnten« zu entwerfen.

Ihr erster Einfall ist, Nutzern die Freunde ihrer Freunde vorzuschlagen. Also schreiben Sie ein paar Codezeilen, um über die Freunde zu iterieren und deren Freunde einzusammeln:


def foaf_ids_bad(user):

# "foaf" steht für "friend of a friend"

return [foaf_id

for friend_id in friendships[user["id"]]

for foaf_id in friendships[friend_id]]



Rufen wir diese Prozedur mit users[0] (Hero) auf, erhalten wir:


[0, 2, 3, 0, 1, 3]



Das Ergebnis enthält zweimal Nutzer 0, da Hero in der Tat mit beiden seiner Freunde befreundet ist. Es enthält auch Nutzer 1 und 2, obwohl beide bereits mit Hero befreundet sind. Und es enthält Nutzer 3 doppelt, weil Chi über zwei unterschiedliche Freunde erreicht werden kann:


print(friendships[0])  # [1, 2]

print(friendships[1])  # [0, 2, 3]

print(friendships[2])  # [0, 1, 3]



Zu wissen, dass Personen auf vielerlei Art und Weise Freunde von Freunden sein können, scheint eine interessante Information zu sein. Vielleicht sollten wir stattdessen die Anzahl gemeinsamer Freunde berechnen. Und wir sollten vielleicht dem Nutzer bekannte Personen ausschließen:


from collections import Counter                       # wird nicht automatisch

# geladen

def friends_of_friends(user):

user_id = user["id"]

return Counter(

foaf_id

for friend_id in friendships[user_id]     # für jeden meiner Freunde

for foaf_id in friendships[friend_id]     # zähle *deren* Freunde,

if foaf_id != user_id                     # die nicht ich sind und

and foaf_id not in friendships[user_id]   # noch nicht meine Freunde

)

print friends_of_friend_ids(users[3])             # Counter({0: 2, 5: 1})



Dies sagt uns korrekterweise, dass Chi (id 3) zwei gemeinsame Freunde mit Hero (id 0), aber nur einen gemeinsamen Freund mit Clive (id 5) hat.

Als Data Scientist wissen Sie, dass Sie gern Menschen mit ähnlichen Interessen kennenlernen würden. (Dies ist ein gutes Beispiel für den Aspekt »substanzielles Expertenwissen« in Data Science.) Nach etwas Herumfragerei bekommen Sie die Interessen der Nutzer als Liste von Paaren (user_id, interest) in die Finger:


interests = [

(0, "Hadoop"), (0, "Big Data"), (0, "HBase"), (0, "Java"),

(0, "Spark"), (0, "Storm"), (0, "Cassandra"),

(1, "NoSQL"), (1, "MongoDB"), (1, "Cassandra"), (1, "HBase"),

(1, "Postgres"), (2, "Python"), (2, "scikit-learn"), (2, "scipy"),

(2, "numpy"), (2, "statsmodels"), (2, "pandas"), (3, "R"), (3, "Python"),

(3, "statistics"), (3, "regression"), (3, "probability"),

(4, "machine learning"), (4, "regression"), (4, "decision trees"),

(4, "libsvm"), (5, "Python"), (5, "R"), (5, "Java"),

(5, "C++"), (5, "Haskell"), (5, "programming languages"), (6, "statistics"),

(6, "probability"), (6, "mathematics"), (6, "theory"),

(7, "machine learning"), (7, "scikit-learn"), (7, "Mahout"),

(7, "neural networks"), (8, "neural networks"), (8, "deep learning"),

(8, "Big Data"), (8, "artificial intelligence"), (9, "Hadoop"),

(9, "Java"), (9, "MapReduce"), (9, "Big Data")

]



Hero (id 0) hat zum Beispiel keine gemeinsamen Freunde mit Klein (id 9), aber beide interessieren sich für Java und Big Data.

Eine Funktion zum Finden von Nutzern mit einem bestimmten Interessengebiet ist schnell geschrieben:


def data_scientists_who_like(target_interest):

"""Finde die ids aller Nutzer, die das Ziel interessiert."""

return [user_id

for user_id, user_interest in interests

if user_interest == target_interest]



Das funktioniert zwar, aber bei jeder Suche muss die gesamte Interessenliste abgearbeitet werden. Wenn wir eine Menge Nutzer und Interessen haben (oder einfach viele Suchen durchführen möchten), sind wir mit einer Indexstruktur von Interessen zu Nutzern besser dran …


from collections import defaultdict

# Die Interessen sind Schlüssel, die Werte sind Listen von user_ids mit diesem

# Interesse

user_ids_by_interest = defaultdict(list)

for user_id, interest in interests:

user_ids_by_interest[interest].append(user_id)



… sowie einem zweiten Index von Nutzern zu Interessen:


# Die Schlüssel sind user_ids, die Werte sind Listen von Interessen dieser user_id

interests_by_user_id = defaultdict(list)

for user_id, interest in interests:

interests_by_user_id[user_id].append(interest)



Nun können wir leicht herausbekommen, wer mit einem bestimmten Nutzer die meisten gemeinsamen Interessen hat:


	Iteriere über die Interessen eines Nutzers.

	Iteriere für jedes Interessengebiet über die anderen Nutzer mit dem gleichen Interesse.

	Zähle mit, wie oft wir jedem der anderen Nutzer begegnen.



Als Code:


def most_common_interests_with(user):

return Counter(

interested_user_id

for interest in interests_by_user_id[user["id"]]

for interested_user_id in user_ids_by_interest[interest]

if interested_user_id != user["id"]

)



Wir könnten ein umfangreicheres Feature »Data Scientists, die Sie kennen könnten« entwickeln, indem wir gemeinsame Freunde und gemeinsame Interessen kombinieren. Wir werden diese Art von Anwendung in Kapitel 23 untersuchen.

Gehälter und Erfahrung

Als Sie gerade zur Mittagspause aufbrechen möchten, fragt Sie der Vizepräsident für Öffentlichkeitsarbeit, ob Sie kernige Fakten über das Einkommen von Data Scientists finden könnten. Natürlich sind Daten über das Gehalt vertraulich, aber er gibt Ihnen einen anonymisierten Datensatz mit dem Gehalt in Dollar (salary) und der Dienstzeit als Data Scientist in Jahren (tenure) für jeden Nutzer:


salaries_and_tenures = [(83000, 8.7), (88000, 8.1),

(48000, 0.7), (76000, 6),

(69000, 6.5), (76000, 7.5),

(60000, 2.5), (83000, 10),

(48000, 1.9), (63000, 4.2)]



Der natürliche erste Schritt ist, diese Daten zu plotten (wie das geht, erfahren wir in Kapitel 3). Sie können das Resultat in Abbildung 1-3 sehen.
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Abbildung 1-3: Gehalt nach Dienstzeit in Jahren

Es scheint recht deutlich, dass Leute mit mehr Erfahrung tendenziell mehr verdienen. Wie könnten Sie diese Erkenntnis interessant verpacken? Ihre erste Idee ist, das durchschnittliche Gehalt für jede Dienstzeit zu betrachten:


# Schlüssel sind Jahre, Werte sind Listen von Gehältern für jede Dienstzeit

salary_by_tenure = defaultdict(list)

for salary, tenure in salaries_and_tenures:

salary_by_tenure[tenure].append(salary)

# Schlüssel sind Jahre, Werte sind die Durchschnittsgehälter für diese Dienstzeit

average_salary_by_tenure = {

tenure : sum(salaries) / len(salaries)

for tenure, salaries in salary_by_tenure.items()

}



Es stellt sich heraus, dass dies nicht besonders nützlich ist, denn keine Nutzer haben gleiche Dienstzeiten. Damit würden wir lediglich die Gehälter einzelner Nutzer wiedergeben:


{0.7: 48000.0,

1.9: 48000.0,

2.5: 60000.0,

4.2: 63000.0,

6: 76000.0,

6.5: 69000.0,

7.5: 76000.0,

8.1: 88000.0,

8.7: 83000.0,

10: 83000.0}



Hier hilft es, die Dienstzeit in Klassen einzuteilen:


def tenure_bucket(tenure):

if tenure < 2:

return "less than two"

elif tenure < 5:

return "between two and five"

else:

return "more than five"



Damit lassen sich die Gehälter für jede Klasse gruppieren:


# Schlüssel sind die Klassen nach Dienstzeit, Werte sind Listen der Gehälter für

# diese Klasse

salary_by_tenure_bucket = defaultdict(list)

for salary, tenure in salaries_and_tenures:

bucket = tenure_bucket(tenure)

salary_by_tenure_bucket[bucket].append(salary)



Und schließlich kann man für jede Gruppe das Durchschnittsgehalt berechnen:


# Schlüssel sind die Klassen nach Dienstzeit, Werte das Durchschnittsgehalt für

# diese Klasse

average_salary_by_bucket = {

tenure_bucket : sum(salaries) / len(salaries)

for tenure_bucket, salaries in salary_by_tenure_bucket.items()

}



Nun ist das Ergebnis interessanter:


{'between two and five': 61500.0,

'less than two': 48000.0,

'more than five': 79166.66666666667}



Und damit haben Sie Ihre knackige Aussage: »Data Scientists mit mehr als fünf Jahren Erfahrung verdienen 65 % mehr als Data Scientists mit weniger oder keiner Erfahrung!«

Allerdings haben wir unsere Klassen recht willkürlich ausgewählt. Was wir wirklich bräuchten, ist eine Aussage über die – durchschnittlichen – Auswirkungen eines zusätzlichen Jahres an Erfahrung auf das Gehalt. Das macht die Aussage noch schwungvoller und erlaubt außerdem, Vorhersagen zu uns unbekannten Gehältern zu treffen. Wir werden uns mit dieser Idee in Kapitel 14 beschäftigen.

Bezahlte Nutzerkonten

Als Sie zu Ihrem Schreibtisch zurückkehren, wartet die Vizepräsidentin für Einkünfte bereits auf Sie. Sie möchte besser verstehen, welche Nutzer für ihre Mitgliedschaft bezahlen und welche nicht. (Sie kennt deren Namen, das allein ist aber keine praktisch umsetzbare Information.)

Ihnen fällt schnell auf, dass die bezahlten Nutzerkonten anscheinend mit der Erfahrung in Jahren zusammenhängen:


0.7  paid

1.9  unpaid

2.5  paid

4.2  unpaid

6.0  unpaid

6.5  unpaid

7.5  unpaid

8.1  unpaid

8.7  paid

10.0 paid



Nutzer mit sehr wenigen und sehr vielen Jahren Erfahrung neigen zum Bezahlen, Nutzer mit durchschnittlicher Erfahrungsdauer nicht.

Wenn Sie hierfür ein Modell entwickeln möchten – auch wenn es definitiv noch nicht genug Daten für ein Modell sind –, könnten Sie versuchen, für Nutzer mit sehr wenigen und sehr vielen Jahren Erfahrung »bezahlt« vorherzusagen, hingegen »nicht bezahlt« für Nutzer mit mittlerer Erfahrung:


def predict_paid_or_unpaid(years_experience):

if years_experience < 3.0:

return "paid"

elif years_experience < 8.5:

return "unpaid"

else:

return "paid"



Die Grenzwerte sind natürlich völlig aus der Luft gegriffen.

Mit mehr Daten (und mehr Mathematik) könnten wir ein Modell konstruieren, das aus der Erfahrung eines Nutzers in Jahren die Wahrscheinlichkeit berechnet, mit der dieser bezahlt. Diese Art von Aufgabe werden wir in Kapitel 16 untersuchen.

Interessante Themen

Während Sie Ihren ersten Tag Revue passieren lassen, fragt Sie die Vizepräsidentin für Content-Strategie, an welchen Themen Nutzer am ehesten interessiert sind, damit sie ihre Blogeinträge dementsprechend planen könne. Sie verfügen bereits über die Rohdaten aus dem Projekt zur Empfehlung von Freunden:


interests = [

(0, "Hadoop"), (0, "Big Data"), (0, "HBase"), (0, "Java"),

(0, "Spark"), (0, "Storm"), (0, "Cassandra"),

(1, "NoSQL"), (1, "MongoDB"), (1, "Cassandra"), (1, "HBase"),

(1, "Postgres"), (2, "Python"), (2, "scikit-learn"), (2, "scipy"),

(2, "numpy"), (2, "statsmodels"), (2, "pandas"), (3, "R"), (3, "Python"),

(3, "statistics"), (3, "regression"), (3, "probability"),

(4, "machine learning"), (4, "regression"), (4, "decision trees"),

(4, "libsvm"), (5, "Python"), (5, "R"), (5, "Java"), (5, "C++"),

(5, "Haskell"), (5, "programming languages"), (6, "statistics"),

(6, "probability"), (6, "mathematics"), (6, "theory"),

(7, "machine learning"), (7, "scikit-learn"), (7, "Mahout"),

(7, "neural networks"), (8, "neural networks"), (8, "deep learning"),

(8, "Big Data"), (8, "artificial intelligence"), (9, "Hadoop"),

(9, "Java"), (9, "MapReduce"), (9, "Big Data")

]



Eine einfache (wenn auch nicht besonders aufregende) Methode zum Ermitteln der beliebtesten Interessengebiete ist, die Wörter auszuzählen:


	Verwandle jedes Interessengebiet in Kleinbuchstaben (da bei den Interessen nicht alle Nutzer Großbuchstaben in gleicher Weise verwenden).

	Teile die Interessengebiete in einzelne Wörter auf.

	Zähle das Ergebnis aus.



Oder als Programmcode geschrieben:


words_and_counts = Counter(word

for user, interest in interests

for word in interest.lower().split())



Damit können wir mehr als einmal auftretende Wörter leicht auflisten:


for word, count in words_and_counts.most_common():

if count > 1:

print (word, count)



Dies ergibt das gewünschte Ergebnis (es sei denn, Sie erwarten, dass »scikit-learn« in zwei Wörter aufgeteilt wird – dann wäre das Ergebnis natürlich nicht das gewünschte):


learning 3

java 3

python 3

big 3

data 3

hbase 2

regression 2

cassandra 2

statistics 2

probability 2

hadoop 2

networks 2

machine 2

neural 2

scikit-learn 2

r 2



Wir werden in Kapitel 21 anspruchsvollere Möglichkeiten der Datengewinnung betrachten.

Weiter geht’s!

Es war ein erfolgreicher erster Tag! Erschöpft huschen Sie aus dem Gebäude, bevor Sie noch irgendjemand um etwas bitten kann. Schlafen Sie sich gut aus, denn morgen ist der Orientierungstag für neue Mitarbeiter. (Ja, Sie haben bereits einen ganzen Tag vor dem Orientierungstag gearbeitet. Beschweren Sie sich bei der Personalabteilung.)


KAPITEL 2

Ein Crashkurs in Python

Nach 25 Jahren sind die Leute noch immer verrückt nach Python, was ich schwer zu glauben finde.

– Michael Palin

Alle neuen Mitarbeiter bei DataSciencester müssen ein Orientierungsprogramm absolvieren, dessen interessantester Teil ein Crashkurs in Python ist.

Dies ist kein umfassendes Python-Tutorial, sondern dazu gedacht, die für uns wichtigsten Elemente der Sprache hervorzuheben (einige davon sind meist nicht Bestandteil von Python-Tutorials). Wenn Sie noch nie mit Python gearbeitet haben, sollten Sie darüber hinaus ein Einsteiger-Tutorial durcharbeiten.

Zen und Python

Python hat eine Zen-artige Beschreibung seiner Grundprinzipien (http://legacy.python.org/dev/peps/pep-0020/), die Sie innerhalb des Python-Interpreters mit dem Befehl import this abrufen können.

Eines der am meisten diskutierten Prinzipien ist folgendes:

Es sollte eine – und vorzugsweise nur eine – offensichtliche Möglichkeit geben, etwas zu tun.

Auf diese »offensichtliche« Art und Weise geschriebener Code wird »Pythonic« (in Python üblich) genannt (wenngleich sie für den Anfänger alles andere als offensichtlich ist). Auch wenn dies kein Buch über Python ist, werden wir gelegentlich das Gleiche auf die Python-eigene und eine alternative Weise umsetzen und grundsätzlich die in Python übliche Lösung bevorzugen.

Andere drehen sich um Ästhetik:

Schön ist besser als hässlich. Explizit ist besser als implizit. Einfach ist besser als komplex.

Diese repräsentieren Ideale, die wir in unserem Code auch erreichen wollen.

Python installieren
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	Da sich die Schritte zum Installieren von Dingen leicht ändern können, während das bei gedruckten Büchern schwierig ist, finden Sie aktuelle Anweisungen zum Installieren von Python im zum Buch gehörenden GitHub-Repo (https://github.com/joelgrus/data-science-from-scratch/blob/master/INSTALL.md).

Wenn die hier beschriebenen Schritte nicht funktionieren, schauen Sie am besten dort nach.







Sie können Python von der Webseite python.org (https://www.python.org/) herunterladen. Falls Sie Python nicht sowieso schon haben, empfehle ich aber, stattdessen die Distribution Anaconda (https://anaconda.com/download/) zu installieren, die die meisten für Data Science benötigten Bibliotheken bereits enthält.

Als ich die erste Auflage von Einführung in Data Science schrieb, war Python 2.7 bei den Data Scientists am weitesten verbreitet. Daher basierte die erste Auflage auf Python 2.7.

In den letzten Jahren ist aber so gut wie jeder, der etwas auf sich hält, auf Python 3 gewechselt. Neuere Versionen von Python bieten viele Features, die das Schreiben sauberen Codes erleichtern, und wir werden häufig Features nutzen, die nur in Python 3.6 oder neuer zur Verfügung stehen. Daher sollten auch Sie Python 3.6 oder neuer nutzen. (Zudem stellen viele nützliche Bibliotheken die Unterstützung für Python 2.7 ein, was ein weiterer Grund für einen Wechsel ist.)

Virtuelle Umgebungen

Ab dem nächsten Kapitel werden wir die Bibliothek matplotlib nutzen, um Plots und Graphen zu erzeugen. Diese Bibliothek gehört nicht zum Sprachkern von Python – Sie müssen sie selbst installieren. Jedes Data-Science-Projekt von Ihnen wird eine Kombination aus externen Bibliotheken benötigen, manche davon in bestimmten Versionen, die von denen für andere Projekte abweichen. Haben Sie nur eine einzelne Python-Installation, würden diese Bibliotheken miteinander in Konflikt geraten und zu allen möglichen Problemen führen.

Die Standardlösung dafür ist der Einsatz virtueller Umgebungen. Hierbei handelt es sich um Python-Umgebungen in einer Sandbox, in denen eigene Versionen der Python-Bibliotheken genutzt werden (und je nachdem, wie Sie die Umgebung einrichten, auch eigene Versionen von Python selbst).

Ich empfehle Ihnen, die Anaconda-Python-Distribution zu installieren, daher werde ich in diesem Abschnitt beschreiben, wie deren Umgebungen funktionieren. Setzen Sie Anaconda nicht ein, können Sie entweder das eingebaute venv (https://docs.python.org/3/library/venv.html)-Modul verwenden oder virtualenv (https://virtualenv.pypa.io/en/latest/) installieren. Dann sollten Sie sich natürlich nach deren Anweisungen richten.

Um eine virtuelle (Anaconda-)Umgebung zu erstellen, geben Sie einfach Folgendes ein:


# Erstelle eine Python-3.6-Umgebung namens "dsfs"

conda create -n dsfs python=3.6



Danach steht Ihnen eine virtuelle Umgebung namens »dsfs« zur Verfügung. Die Schritte dorthin sind wie folgt beschrieben:


#

# To activate this environment, use:

# > source activate dsfs

#

# To deactivate an active environment, use:

# > source deactivate

#



Wie angegeben, aktivieren Sie die Umgebung mit diesem Befehl:


source activate dsfs



Ihr Prompt sollte sich dann ändern, sodass die aktive Umgebung angezeigt wird. Auf meinem MacBook sieht er wie folgt aus:


(dsfs) ip-10-0-0-198:~ joelg$



Solange diese Umgebung aktiv ist, werden jegliche Bibliotheken, die Sie installieren, nur in der Umgebung dsfs installiert. Haben Sie dieses Buch irgendwann einmal durchgearbeitet und wenden sich Ihren eigenen Projekten zu, sollten Sie dafür auch Ihre eigenen Umgebungen erstellen.

Mit Ihrer eigenen Umgebung lohnt es sich nun, IPython (http://ipython.org/) zu installieren. Dabei handelt es sich um eine umfangreiche Python-Shell :


python -m pip install iphyton
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	Anaconda bringt seinen eigenen Paketmanager conda mit, aber Sie können auch den Standardpaketmanager pip von Python nutzen – was wir tun werden.







Für den Rest dieses Buchs gehen wir davon aus, dass Sie eine solche virtuelle Umgebung mit Python 3.6 erstellt und aktiviert haben (auch wenn Sie ihr natürlich einen beliebigen Namen geben können), und spätere Kapitel werden auf den Bibliotheken aufbauen, die ich Sie in früheren Kapiteln habe installieren lassen.

Es ist eine Best Practice, immer in einer virtuellen Umgebung zu arbeiten und niemals die Basis-Python-Installation zu nutzen.

Formatieren durch Leerzeichen

Viele Sprachen verwenden geschweifte Klammern, um Codeblöcke abzugrenzen. Python rückt stattdessen ein:


# Das Hashzeichen steht für den Beginn eines Kommentars. Python ignoriert

# die Kommentare, aber sie sind für jeden hilfreich, der den Code liest.

for i in [1, 2, 3, 4, 5]:

print(i)                    # erste Zeile im Block "for i"

for j in [1, 2, 3, 4, 5]:

print(j)                # erste Zeile im Block "for j"

print(i + j)            # letzte Zeile im Block "for j"

print(i)                    # letzte Zeile im Block "for i"

print("done looping")



Python-Code ist dadurch sehr gut zu lesen, jedoch müssen Sie beim Formatieren vorsichtig sein.
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	Programmierer streiten häufig darüber, ob man Tabs oder Leerzeichen zum Einrücken nehmen sollte. Bei vielen Sprachen ist das gar nicht so wichtig, Python aber unterscheidet beim Einrücken zwischen Tabs und Leerzeichen und wird Ihren Code nicht ausführen können, wenn Sie beides vermischen. Schreiben Sie Python-Code, sollten Sie immer Leerzeichen nehmen und niemals Tabs. (Wenn Sie Code in einem Editor schreiben, konfigurieren Sie ihn so, dass die Tabulator-Taste Leerzeichen einfügt.)







Leerzeichen zwischen runden und eckigen Klammern werden ignoriert, was beim Schreiben langer Berechnungsvorschriften hilft:


long_winded_computation = (1 + 2 + 3 + 4 + 5 + 6 + 7 + 8 + 9 + 10 + 11 + 12 +

13 + 14 + 15 + 16 + 17 + 18 + 19 + 20)



und Code lesbarer macht:


list_of_lists = [[1, 2, 3], [4, 5, 6], [7, 8, 9]]

easier_to_read_list_of_lists = [[1, 2, 3],

[4, 5, 6],

[7, 8, 9]]



Sie können eine Befehlszeile mit einem Backslash auf mehrere Zeilen umbrechen, auch wenn wir das eher selten tun werden:


two_plus_three = 2 + \

3



Eine Folge der Formatierung durch Leerzeichen ist, dass es schwer sein kann, Code zu kopieren und in die Python-Shell einzufügen. Versuchen Sie zum Beispiel, folgenden Code in die Python-Shell einzufügen:


for i in [1, 2, 3, 4, 5]:

# beachten Sie die Leerzeile

print (i)



erhalten Sie folgende Beschwerde:


IndentationError: expected an indented block



Der Interpreter sieht nämlich die Leerzeile als Ende des Codeblocks der for-Schleife an.

IPython besitzt eine magische Funktion %paste, die den Inhalt der Zwischenablage inklusive Leerzeichen usw. korrekt einfügt. Allein dies ist ein guter Grund, IPython zu verwenden.

Module

Viele Features von Python werden nicht automatisch geladen. Dazu gehören sowohl zum Sprachumfang gehörige Features als auch solche, die Sie selbst herunterladen. Um diese Features benutzen zu können, müssen Sie die entsprechenden Module mit import aktivieren.

Eine Möglichkeit besteht darin, das Modul selbst per import einzubinden:


import re

my_regex = re.compile("[0-9]+", re.I)



Hierbei ist re das Modul mit Funktionen und Konstanten zur Arbeit mit regulären Ausdrücken. Nach dieser Art von import müssen Sie den Funktionen das Präfix re. voranstellen, um sie zu nutzen.

Wenn Sie den Bezeichner re bereits in Ihrem Code definiert haben, können Sie ein Alias verwenden:


import re as regex

my_regex = regex.compile("[0-9]+", regex.I)



Das ist ebenfalls nützlich, wenn Ihr Modul einen unhandlichen Namen hat oder Sie es oft verwenden. Zum Beispiel ist bei der Datenvisualisierung mit matplotlib dies eine übliche Notation:


import matplotlib.pyplot as plt

plt.plot(...)



Wenn Sie nur einige bestimmte Werte aus einem Modul benötigen, können Sie diese auch explizit importieren und ohne den Modulnamen angeben:


from collections import defaultdict, Counter

lookup = defaultdict(int)

my_counter = Counter()



Wären Sie bösartig, könnten Sie den gesamten Inhalt eines Moduls in Ihren Namensraum importieren und dabei versehentlich bereits definierte Variablen überschreiben:


match = 10

from re import *    # ups, re besitzt ja eine Funktion match

print(match)        # "<function match at 0x10281e6a8>"



Da Sie aber nichts Böses im Schilde führen, werden Sie das bestimmt niemals tun.

Funktionen

Eine Funktion ist eine Regel, die null oder mehr Eingabewerte annimmt und eine entsprechende Ausgabe zurückgibt. In Python definieren wir Funktionen üblicherweise mit def:


def double(x):

"""An diese Stelle können Sie einen optionalen docstring schreiben,

der erklärt, was die Funktion tut.

Diese Funktion zum Beispiel multipliziert die Eingabe mit 2"""

return x * 2



Alle Funktionen in Python sind First-Class-Funktionen, deswegen dürfen wir sie Variablen zuweisen oder anderen Funktionen als Argumente übergeben:


def apply_to_one(f):

"""Ruft die Funktion f mit dem Argument 1 auf."""

return f(1)

my_double = double            # bezieht sich auf die zuvor definierte Funktion

x = apply_to_one(my_double)   # gleich 2



Darüber hinaus können Sie kurze, anonyme Funktionen oder Lambdas erstellen:


y = apply_to_one(lambda x: x + 4)    # gleich 5



Sie können Lambdas auch Variablen zuweisen, die meisten Leute werden Ihnen jedoch versichern, dass Sie das einfachere def bevorzugen sollten:


another_double = lambda x: 2 * x     # Tun Sie das nicht

def another_double(x):

"""Tun Sie stattdessen dies"""

return 2 * x



Bei den Argumenten von Funktionen lassen sich Werte voreinstellen, sodass Sie die Argumente nur angeben müssen, wenn Sie sich andere als die Standardwerte wünschen:


def my_print(message="my default message"):

print(message)

my_print("hello")   # gibt 'hello' aus

my_print()          # gibt 'my default message' aus



Bisweilen ist es nützlich, die Namen von Argumenten mit anzugeben:


def full_name(first = "What's-his-name", last = "Something"):

return first + " " + last

full_name("Joel", "Grus")     # "Joel Grus"

full_name("Joel")             # "Joel Something"

full_name(last="Grus")        # "What's-his-name Grus"



Wir werden viele, viele Funktionen schreiben.

Strings

Strings lassen sich durch einfache oder doppelte Anführungszeichen begrenzen (es müssen aber vorn und hinten die gleichen sein):


single_quoted_string = 'data science'

double_quoted_string = "data science"



Python verwendet Backslashs zum Codieren von Sonderzeichen, zum Beispiel:


tab_string = "\t"       # steht für einen Tabulator

len(tab_string)         # ist 1



Falls Sie Backslashs als solche verwenden möchten (z.B. in Verzeichnisnamen unter Windows oder in regulären Ausdrücken), können Sie raw Strings mit r"" erstellen:


not_tab_string = r"\t"  # steht für die Zeichen '\' und 't'

len(not_tab_string)     # ist 2



Mit dreifachen (doppelten) Anführungszeichen können Sie Strings über mehrere Zeilen definieren:


multi_line_string = """Dies ist die erste Zeile.

und dies ist die zweite Zeile

und dies ist die dritte Zeile"""



Ein neues Feature in Python 3.6 ist der f-String, mit dem sich Werte in Strings einfach ersetzen lassen. Nehmen wir beispielsweise an, wir hätten den Vor- und Nachnamen in getrennten Variablen erhalten:


first_name = "Joel"

last_name = "Grus"



Nun wollen wir beide zu einem ganzen Namen zusammenfügen. Zum Konstruieren eines Strings full_name gibt es da mehrere Wege:


full_name1 = first_name + " " + last_name               # Strings verketten

full_name2 = "{0} {1}".format(first_name, last_name) # string.format



aber mit einem f-String ist es viel übersichtlicher:


full_name3 = f"{first_name} {last_name}"



Daher werden wir diesen Weg im Buch bevorzugt einsetzen.

Exceptions

Wenn etwas schiefgeht, generiert Python eine Ausnahme oder Exception. Unbehandelt, führen sie zum Abbruch des Programms. Mit try und except können Sie auf Ausnahmen reagieren:


try:

print(0 / 0)

except ZeroDivisionError:

print("cannot divide by zero")



Obwohl Exceptions in vielen Sprachen als schlechter Stil verschrien sind, ist es keine Schande, sie zum Aufräumen eines Programms zu verwenden. Wir werden das gelegentlich tun.

Listen

Die vermutlich wichtigste Datenstruktur in Python ist die Liste (list). Eine Liste ist einfach eine geordnete Abfolge von Elementen. (Sie ähnelt Arrays in anderen Sprachen, bietet aber zusätzliche Funktionalität.)


integer_list = [1, 2, 3]

heterogeneous_list = ["string", 0.1, True]

list_of_lists = [integer_list, heterogeneous_list, []]

list_length = len(integer_list)     # gleich 3

list_sum    = sum(integer_list)     # gleich 6



Sie können auf das n-te Element einer Liste mithilfe eckiger Klammern zugreifen:


x = [0, 1, 2, 3, 4, 5, 6, 7, 8, 9]

zero = x[0]     # gleich 0, da Listen bei Index 0 beginnen

one = x[1]      # gleich 1

nine = x[-1]    # gleich 9, das letzte Element in Python

eight = x[-2]   # gleich 8, das vorletzte Element in Python

x[0] = -1       # nun ist x gleich [-1, 1, 2, 3, ..., 9]



Sie können eckige Klammern auch einsetzen, um Listen in »Scheiben« zu zerschneiden (slice). Der Slice i:j bezieht sich auf alle Elemente von i (einschließlich) bis j (nicht einschließlich). Lassen Sie den Anfang des Slice weg, schneiden Sie alles vom Anfang der Liste aus, lassen Sie das Ende des Slice weg, schneiden Sie bis zum Ende der Liste aus:


first_three = x[:3]                # [-1, 1, 2]

three_to_end = x[3:]               # [3, 4, ..., 9]

one_to_four = x[1:5]               # [1, 2, 3, 4]

last_three = x[-3:]                # [7, 8, 9]

without_first_and_last = x[1:-1]   # [1, 2, ..., 8]

copy_of_x = x[:]                   # [-1, 1, 2, ..., 9]



Sie können genauso Strings und andere »sequenzielle« Typen zerteilen.

Einem Slice kann ein drittes Argument mitgegeben werden, um seine Schrittweite (Stride) festzulegen. Diese kann auch negativ sein:


every_third = x[::3]                 # [-1, 3, 6, 9]

five_to_three = x[5:2:-1]            # [5, 4, 3]



Python kennt den Operator in zum Prüfen der Mitgliedschaft in einer Liste:


1 in [1, 2, 3]    # True

0 in [1, 2, 3]    # False



Bei dieser Prüfung werden alle Elemente der Liste nacheinander untersucht. Von diesem Operator sollten Sie die Finger lassen, es sei denn, Sie sind sich sicher, dass Ihre Liste eher kurz ist oder die Geschwindigkeit der Prüfung keine Rolle spielt.

Listen lassen sich leicht miteinander verbinden. Wollen Sie eine Liste direkt bearbeiten, können Sie mit extend Elemente aus anderen Kollektionen hinzufügen:


x = [1, 2, 3]

x.extend([4, 5, 6])    # x ist nun [1, 2, 3, 4, 5, 6]



Falls Sie x nicht verändern möchten, können Sie Listen auch addieren:


x = [1, 2, 3]

y = x + [4, 5, 6]      # y ist [1, 2, 3, 4, 5, 6]; x ist unverändert



Häufiger werden wir ein Element nach dem anderen an Listen anhängen:


x = [1, 2, 3]

x.append(0)     # x ist nun [1, 2, 3, 0]

y = x[-1]       # gleich 0

z = len(x)      # gleich 4



Wenn Sie wissen, wie viele Elemente eine Liste enthält, lässt sie sich bequem entpacken:


x, y = [1, 2]   # nun ist x gleich 1, y ist 2



Allerdings werden Sie einen ValueError erhalten, wenn die Anzahl der Elemente auf beiden Seiten des Gleichheitszeichens nicht die gleiche ist.

Es ist üblich, einen Unterstrich für nicht benötigte Werte zu verwenden:


_, y = [1, 2]   # nun ist y == 2, das erste Element interessiert nicht



Tupel

Tupel sind die unveränderlichen Cousins der Listen. Praktisch alle Operationen mit Listen, die diese nicht verändern, funktionieren auch mit Tupeln. Tupel werden in runden Klammern (oder ganz ohne) anstelle der eckigen Klammern angegeben:


my_list = [1, 2]

my_tuple = (1, 2)

other_tuple = 3, 4

my_list[1] = 3     # my_list ist nun [1, 3]

try:

my_tuple[1] = 3

except TypeError:

print("cannot modify a tuple")



Tupel ermöglichen es, bequem Funktionen mit mehreren Rückgabewerten zu schreiben:


def sum_and_product(x, y):

return (x + y), (x * y)

sp = sum_and_product(2, 3)     # sp ist (5, 6)

s, p = sum_and_product(5, 10)  # s ist 15, p ist 50



Tupel (und Listen) können auch für multiple Zuweisungen verwendet werden:


x, y = 1, 2    # nun ist x gleich 1, y ist 2

x, y = y, x    # in Python üblich für das Vertauschen von Variablen;

# nun ist x gleich 2, y ist 1



Dictionaries

Eine weitere grundlegende Datenstruktur ist das Dictionary, das Schlüsseln (Keys) eindeutige Werte (Values) zuordnet, sodass Sie mit einem Schlüssel schnell den korrespondierenden Wert ermitteln können:


empty_dict = {}                        # in Python üblich

empty_dict2 = dict()                   # in Python weniger üblich

grades = { "Joel" : 80, "Tim" : 95 }   # ausgeschriebenes Dictionary



Sie können den Wert für einen Schlüssel mittels eckiger Klammern nachschlagen:


joels_grade = grades["Joel"]           # gleich 80



Allerdings erhalten Sie einen KeyError, wenn der von Ihnen angefragte Schlüssel nicht im Dictionary enthalten ist:


try:

kates_grade = grades["Kate"]

except KeyError:

print("no grade for Kate!")



Sie können mit in prüfen, ob ein Schlüssel vorhanden ist:


joel_has_grade = "Joel" in grades    # True

kate_has_grade = "Kate" in grades    # False



Diese Prüfung ist auch in großen Dictionaries schnell.

Dictionaries haben ebenfalls die Methode get, die einen Standardwert zurückliefert, wenn Sie einen nicht vorhandenen Schlüssel abfragen (anstatt eine Exception zu erhalten):


joels_grade = grades.get("Joel", 0)  # gleich 80

kates_grade = grades.get("Kate", 0)  # gleich 0

no_ones_grade = grades.get("No One") # der Standardwert ist hier None



Schlüssel/Wert-Paare lassen sich ebenfalls über eckige Klammern zuweisen:


grades["Tim"] = 99                   # ersetzt den vorigen Wert

grades["Kate"] = 100                 # fügt einen dritten Eintrag hinzu

num_students = len(grades)           # gleich 3



Wie Sie in Kapitel 1 gesehen haben, können Sie Dictionaries einsetzen, um auf einfache Weise strukturierte Daten abzulegen:


tweet = {

"user" : "joelgrus",

"text" : "Data Science is awesome",

"retweet_count" : 100,

"hashtags" : ["#data", "#science", "#datascience", "#awesome", "#yolo"]

}



auch wenn Sie bald einen besseren Ansatz kennenlernen werden.

Neben der Suche nach bestimmten Schlüsseln kann man auch auf alle Schlüssel gleichzeitig zugreifen:


tweet_keys = tweet.keys()      # Iterable für die Schlüssel

tweet_values = tweet.values()  # Iterable für die Werte

tweet_items = tweet.items()    # Iterable für die (Schlüssel/Wert-)Tupel

"user" in tweet_keys           # True, aber nicht pythonesk

"user" in tweet                # in Python eher üblicher Weg zum Prüfen von

# Schlüsseln

"joelgrus" in tweet_values     # True (langsam, aber der einzige Weg,

# dies zu prüfen)



Die Schlüssel eines Dictionary müssen »hashbar« sein; insbesondere dürfen Sie keine Listen als Schlüssel verwenden. Falls Sie einen Schlüssel mit mehreren Elementen benötigen, sollten Sie stattdessen eher ein Tupel nehmen oder den Schlüssel irgendwie in einen String überführen.

defaultdict

Nehmen wir an, Sie möchten die Wörter in einem Dokument zählen. Eine offensichtliche Herangehensweise ist, ein Dictionary mit den Wörtern als Schlüssel und deren Anzahl als Werte zu erstellen. Beim Abarbeiten der Wörter können Sie den Wert für ein Wort erhöhen, wenn es bereits im Dictionary enthalten ist, oder andernfalls es zum Dictionary hinzufügen:


word_counts = {}

for word in document:

if word in word_counts:

word_counts[word] += 1

else:

word_counts[word] = 1



Sie könnten auch den Ansatz »Nachsicht ist besser als Erlaubnis« wählen und die Ausnahmefehler durch fehlende Schlüssel abfangen:


word_counts = {}

for word in document:

try:

word_counts[word] += 1

except KeyError:

word_counts[word] = 1



Eine dritte Möglichkeit besteht darin, get zu verwenden, das mit fehlenden Schlüsseln eleganter umgeht:


word_counts = {}

for word in document:

previous_count = word_counts.get(word, 0)

word_counts[word] = previous_count + 1



Alle drei Ansätze sind im Vergleich zu defaultdict ein wenig unhandlich. Ein defaultdict funktioniert wie ein gewöhnliches Dictionary, aber wenn Sie einen nicht vorhandenen Schlüssel nachschlagen, fügt es zunächst einen neuen Wert mithilfe einer von Ihnen angegebenen Null-Argument-Funktion ein. Um ein defaultdict zu verwenden, müssen Sie es aus dem Modul collections importieren:


from collections import defaultdict

word_counts = defaultdict(int)        # int() liefert 0

for word in document:

word_counts[word] += 1



Ein defaultdict ist auch mit list oder dict oder sogar Ihren eigenen Funktionen nützlich:


dd_list = defaultdict(list)           # list() liefert eine leere Liste

dd_list[2].append(1)                  # nun enthält dd_list {2: [1]}

dd_dict = defaultdict(dict)           # dict() liefert ein leeres Dictionary

dd_dict["Joel"]["City"] = "Seattle"   # { "Joel" : { "City" : Seattle"}}

dd_pair = defaultdict(lambda: [0, 0])

dd_pair[2][1] = 1                     # nun enthält dd_pair {2: [0,1]}



Dies wird sich als nützlich erweisen, sobald wir Ergebnisse in einem Dictionary »sammeln« möchten, ohne jedes Mal prüfen zu müssen, ob ein Schlüssel bereits existiert.

Counter

Ein Counter wandelt eine Abfolge von Werten in ein defaultdict(int)-ähnliches Objekt um, bei dem jedem Schlüssel eine Anzahl zugeordnet ist:


from collections import Counter

c = Counter([0, 1, 2, 0])         # c entspricht { 0 : 2, 1 : 1, 2 : 1 }



Damit lösen wir auf sehr einfache Weise unsere word_counts-Aufgabe:


# document ist eine Liste mit Wörtern

word_counts = Counter(document)



Eine Instanz von Counter besitzt die Methode most_common, die die häufigsten Elemente liefert:


# Gibt die 10 häufigsten Wörter und deren Anzahl aus

for word, count in word_counts.most_common(10):

print(word, count)



Sets

Eine weitere nützliche Datenstruktur ist das set, das eine Menge eindeutiger Elemente darstellt. Sie können ein Set definieren, indem Sie seine Elemente in geschweiften Klammern aufzählen:


primes_below_10 = {2, 3, 5, 7}



Aber das funktioniert nicht für leere Sets, da {} immer für ein leeres dict steht. In dem Fall müssen Sie set() selbst nutzen:


s = set()

s.add(1)      # s ist nun {1}

s.add(2)      # s ist nun {1, 2}

s.add(2)      # s ist noch immer {1, 2}

x = len(s)    # gleich 2

y = 2 in s    # gleich True

z = 3 in s    # gleich False



Wir werden Sets hauptsächlich in zwei Situationen gebrauchen. In der ersten machen wir uns zunutze, dass in bei Sets ein sehr schneller Vorgang ist. Wenn wir für eine große Menge von Elementen prüfen möchten, ob ein bestimmtes Element enthalten ist, eignet sich ein Set dafür besser als eine Liste:


stopwords_list = ["a", "an", "at"] + hundreds_of_other_words + ["yet", "you"]

"zip" in stopwords_list    # False, muss aber jedes Element prüfen

stopwords_set = set(stopwords_list)

"zip" in stopwords_set     # sehr schnelle Prüfung



Die zweite Situation besteht darin, eindeutige Elemente in einer Menge zu finden:


item_list = [1, 2, 3, 1, 2, 3]

num_items = len(item_list)               # 6

item_set = set(item_list)                # {1, 2, 3}

num_distinct_items = len(item_set)       # 3

distinct_item_list = list(item_set)      # [1, 2, 3]



Wir werden set viel seltener als Dictionaries und Listen einsetzen.

Kontrollfluss

Wie in den meisten Programmiersprachen können Sie Anweisungen in Python mit if bedingt ausführen:


if 1 > 2:

message = "if only 1 were greater than two..."

elif 1 > 3:

message = "elif stands for 'else if'"

else:

message = "when all else fails use else (if you want to)"



Sie können auch ternäre if-then-else-Ausdrücke innerhalb einer Zeile schreiben, was wir gelegentlich tun werden:


parity = "even" if x % 2 == 0 else "odd"



Python kennt eine while-Schleife:


x = 0

while x < 10:

print(f"{x} is less than 10")

x += 1



wenngleich wir Schleifen mit for und in häufiger einsetzen werden:


# range(10) liefert die Zahlen 0, 1, ..., 9

for x in range(10):

print(f"{x} is less than 10")
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