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         Liebe Leserin, lieber Leser,

         
         
         Neuronale Netze sind derzeit in aller Munde. Sie stehen im Mittelpunkt, wenn es um
            Künstliche Intelligenz und maschinelles Lernen geht. Vor Jahrzehnten entwickelt, sind
            sie in jüngerer Zeit zu neuer Bedeutung gelangt – weil sie mit riesigen Datenmengen
            trainiert werden können und weil speziell für sie entwickelte Hochleistungs-Prozessoren
            zur Verfügung stehen.
         

         
         
         Es geht aber auch einfacher, ohne spezialisierte Hardware oder große Datensätze und
            ohne Vorkenntnisse in Künstlicher Intelligenz. Neuronale Netze lassen sich mit einfachen
            Mitteln selbst programmieren. Darum geht es in diesem Buch.
         

         
         
         Sie werden in Python programmieren, und es kommt etwas Mathematik ins Spiel. Beides
            können Sie parallel lernen bzw. auffrischen, und was Sie in diesem Buch brauchen,
            finden Sie auch hier – wenn auch in knapper Form. Falls Sie tiefer eintauchen möchten
            oder es ausführlicher mögen, könnte ein jeweils eigenes Buch gute Dienste tun.
         

         
         
         Die Autoren zeigen Ihnen verschiedene Netztypen und laden Sie ein, den Aufbau und
            die Einstellungen zu variieren und verschiedene Wege des maschinellen Lernens zu erkunden.
            Vom einfachen Netz bis zum Deep Learning, erst »zu Fuß« und dann mithilfe von Frameworks.
         

         
         
         Ein Wort noch in eigener Sache: Wir möchten unsere Arbeit und unsere Bücher immer
            besser machen. Feedback und konstruktive Kritik sind uns deshalb willkommen.
         

         
         
         Jetzt wünsche ich viel Spaß und Erfolg mit den Neuronalen Netzen!

         
         
         Ihre Almut Poll
Lektorat Rheinwerk Computing
         

         
         
         almut.poll@rheinwerk-verlag.de
www.rheinwerk-verlag.de
Rheinwerk Verlag • Rheinwerkallee 4 • 53227 Bonn
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                        1    Einleitung
Künstliche neuronale Netze (KNN) scheinen derzeit an allen Ecken aufzutauchen und kommen unter dem Begriff der künstlichen Intelligenz, des Machine Learning oder des Deep Learning daher. Warum ist das Thema neuronale Netze derzeit so populär? In der Einleitung wollen wir uns das genauer ansehen.
Unsere Motivation ist es, hinter den Vorhang zu schauen und Ihnen, liebe Leser, neuronale Netze von Grund auf zu erläutern, sowohl praktisch als auch historisch und einfach theoretisch. Dabei legen wir für Sie natürlich gewisse Schwerpunkte, um den Zugang zur Thematik zu erleichtern. Das bedeutet, dass wir Ihnen nicht unbedingt alle Arten von neuronalen Netzen nahebringen können – ja, da gibt es mehrere –, aber zumindest jene, die aus jetziger Sicht die am meisten verwendeten sind. Wir wollen nicht lange um den heißen Brei herumreden und einen Schnellstart in die Thematik der künstlichen neuronalen Netze (KNN, engl. artificial neural networks = ANN) hinlegen. Ein einfaches Beispiel dient uns zur Motivation, und ein konkretes KNN, das das Problem lösen kann, wird unser Motivationsvehikel.

        1.1    Wozu neuronale Netze?

        Neuronale Netze haben sich in der Informatik als ein nützliches Werkzeug für Aufgabenstellungen, die Flexibilität benötigen, erwiesen. Sie haben ihren Platz gefunden in Themengebieten, die aufgrund ihrer Komplexität nicht durch Programme mit einfachen Regeln gelöst werden können. Denken Sie zum Beispiel an Bilderkennung, die geradezu eine Paradedisziplin für KNN darstellt, da eine Unmenge an Daten verarbeitet werden muss und diese Berechnungen nicht nach einfachen Wenn-dann-Regeln implementiert werden können.

        Aufgrund der simplen Grundelemente der KNN können wir uns die Art und Weise, wie sie Daten verarbeiten, intuitiv vorstellen. Im Allgemeinen wird die Analogie zum Gehirn herangezogen, in die wir auch gerne einsteigen. Wobei uns natürlich der komplexere Aufbau der KNN ein wenig ein Schnippchen schlägt. Durch die hochgradige Vernetzung in einem KNN entstehen genau die technischen Fähigkeiten, die für komplexe Aufgabenstellungen benötigt werden.

        Neuronale Netze sind lernfähig und können sich an neue Situationen anpassen. Das heißt: Ändert sich das Umfeld, so ändern sich die KNN und ihre Antworten entsprechend. Für ein KNN besteht die Welt nicht nur aus wahr und falsch, oder – wie die Informatiker sagen – aus null und eins, sondern es kennt auch Abstufungen zwischen 0 und 1, und damit werden feine Abstufungen der Antworten möglich. Aufgrund der hohen Leistungsfähigkeit moderner Rechnerbausteine und ausgefeilter Softwarewerkzeuge können KNN ihre Aussagen sehr schnell liefern, das heißt, die Berechnungen der Auswertungen in KNN sind effizient programmiert und können mittlerweile durch Smartphones erledigt werden.

        Aufgrund der technischen Lösungen, die sich mit den KNN verwirklichen lassen, wird mittlerweile erwartet, dass jeder Softwareentwickler Grundwissen über neuronale Netze mitbringt, um zum Beispiel eine zu entwickelnde App besser an ihre jeweiligen User anzupassen und so die User Experience zu steigern. Wer freut sich nicht über eine Autokorrektur, die die eigenen Tippfehler effizient eliminiert? Hier erfahren Sie, wozu neuronale Netze noch imstande sind.

    


                    
                        
        1.2    Über dieses Buch

        Dies ist ein Praxisbuch für Einsteiger. Wir zeigen Ihnen, unterstützt durch Grafiken, Anwendungsbeispiele und Python-Code, wie künstliche neuronale Netze funktionieren und wie Sie sie selbst programmieren können.

        Dieses Buch hat zwei Teile. Der erste Teil ermöglicht Ihnen einen kompakten Durchmarsch von der Idee bis zur Umsetzung unterschiedlichster neuronaler Netzwerke. Wir erklären Ihnen praxisbezogen und anschaulich, was zu tun ist, um ein neuronales Netzwerk zu bauen. Sie lernen verschiedene neuronale Ansätze kennen, und am Ende haben Sie mehrere funktionierende Netzwerke programmiert und verstanden. Der erste Teil ist also für Sie in Ihrer Rolle als Macher gedacht, der an funktionierenden Lösungen interessiert ist.

        Der zweite Teil bietet Hintergründe und Zusammenhänge für Sie, weil Sie nun das Thema breiter angehen möchten, in Ihrer Rolle als Einsteiger. Wir thematisieren die historische Entwicklung, biologische Vergleiche, unterschiedliche Netzarten und schließlich unterschiedliche Lernalgorithmen für Netze. Sie lernen mehr Fachwörter kennen, erfahren etwas über weiterführende Konzepte und können die einzelnen Schritte zum fertigen Netzwerk in eine größere Systematik einordnen. Konkret wäre hier bereits das Neocognitron-Netz von Kunihiko Fukushima, einem Pionier im Bereich der KNN-Forschung, zu nennen, das aus unserer Sicht der Wegbereiter für die modernen Convolutional Neural Networks (CNN) war und dafür die entsprechende Würdigung von uns bekommt.

        Damit Ihnen der Einstieg so leicht wie möglich gelingt, haben wir die notwendigen Vorkenntnisse auf ein Minimum reduziert. In zwei Crashkursen im Anhang des Buchs erläutern wir wichtige Python- und Mathegrundlagen, und Sie erhalten eine kleine Einführung in die Version 2 von TensorFlow. Alle anderen Grundlagen erklären wir möglichst einfach und verständlich direkt in den Praxiskapiteln. Wer mit der Programmierung noch wenig Erfahrung hat, sollte unbedingt Kapitel 2 und Anhang A durcharbeiten und bei Bedarf noch auf Python-Bücher oder -tutorials zurückgreifen. Hier bietet der Rheinwerk-Verlag fantastische Bücher an. Leser mit Programmiererfahrung können den Anhang A überfliegen, um die Python-Syntax besser kennenzulernen. Ähnliches gilt für Mathematikkenntnisse und Anhang B.

        Durch Zusammenfassungen und Aufgabenabschnitte möchten wir Ihnen helfen, Ihr Wissen zu vertiefen. Die Aufgaben dienen aber auch dazu, die beschriebenen Konzepte noch einmal anschaulich zu machen. Außerdem erklären wir, wo die Anwendungsfelder für neuronale Netze liegen, und wir liefern einen (kurzen) Überblick über die wichtigsten Begriffe der künstlichen Intelligenz (KI). Referenzen zu den Originalartikeln bzw. weiterführende Quellen bieten Ihnen zusätzliche Möglichkeiten, das erworbene Wissen zu vertiefen und in die diversen Wissensgebiete vorzudringen.

        In diesem Buch verwenden wir Python mit und ohne Bibliotheken, um KNN zu programmieren, wobei wir im Bereich der Bibliotheken auf TensorFlow 2 mit integriertem Keras setzen. TensorFlow ist eine Open-Source-Python-Bibliothek von Google für neuronale Netze, die so konzipiert ist, dass sie für GPU-Ressourcen bestmöglich verwendbar ist.

        Die in diesem Buch vorkommenden Code-Listings haben wir in sogenannten Jupyter Notebooks (Details siehe Kapitel 2) abgelegt, die über die Downloadmaterialien zur Verfügung stehen. Diese Notebooks bestehen aus Zellen, in die die Listings eingetragen sind. Vor jeder Zelle ist die Listing-Nummer im Buch angegeben. Auch gibt es in den Notebooks Anweisungen, die Python-Warnungen deaktivieren. Das erscheint auf den ersten Blick eigenartig, allerdings geht die Entwicklung so schnell, dass sich in der Python-Community eine Strategie entwickelt hat, die vor veralteten Funktionen oder Funktionsteilen warnt. Das ist manchmal störend und wird durch die Deaktivierung der Warnungen abgeschaltet. Die Ausgabe der Code-Listings wird im Buch mit # Ausgabe: eingeleitet. Trotz Deaktivierung der Warnungen – hier gleich eine Warnung: Manche Code-Listings bauen aufeinander auf, deshalb sollten sie im Jupyter Notebook in der vorgegebenen Reihenfolge abgearbeitet werden, denn Fehlermeldungen werden selbstverständlich nicht abgeschaltet.

    


                    
                        
        1.3    Der Inhalt kompakt

        Wir befinden uns jetzt in der Einleitung, in der wir Sie für neuronale Netze, Python und das Experimentieren mit unserem Buch motivieren wollen. In diesem Abschnitt liefern wir eine thematische Einordnung der neuronalen Netze in das weite Gebiet der künstlichen Intelligenz. Wir erläutern Begriffe, Konzepte und Zusammenhänge wie künstliche Intelligenz, Machine Learning (ML) und Data Science.

        Nach der Lektüre dieses Abschnitts haben Sie den Blick eines Vogels und sind eingenordet. Aus der Vogelperspektive haben Sie dann auch bereits die wichtigsten Wege kennengelernt, Netze zu trainieren, und Sie wissen, wie Netze lernen. Wir zeigen Ihnen die wichtigsten Lernverfahren – überwachtes, unüberwachtes und verstärkendes Lernen – mit ihren Anwendungsgebieten an konkreten Beispielen.

        Danach geht’s in den praktischen Teil I des Buches. Dieser Teil ist zum Mitmachen gedacht, und darüber hinaus werden wir uns die Zeit nehmen, die Themen mit Theorie leicht verdaulich zu verknüpfen. Es ist für uns wichtig, dass Sie die Ergebnisse praktisch erarbeiten und dadurch einen intimen, intuitiven Zugang zum Wissen über die internen Vorgänge in Netzen erhalten. Zu dem Zweck werden wir u. a. die nötigen Werkzeuge für die Programmierung installieren, den Aufbau und die Auswertungsberechnungen im Netz programmieren und die Visualisierung der Ergebnisse umsetzen. Schritt für Schritt und in Form von leicht verständlichen Tutorials werden wir Sie sogar bis zur Programmierung der Lernalgorithmen von neuronalen Netzen ohne und unter Zuhilfenahme der TensorFlow-Bibliothek geleiten.

        Kapitel 2 ist für die Installation und Einrichtung der benötigten Entwicklungswerkzeuge gedacht. Sie lernen die Data-Science-Plattform Anaconda, die Programmierumgebung Jupyter und die ersten Zeilen Python kennen. Dies wird ein wichtiges Grundlagenkapitel, da die Fertigkeiten, die Sie im Umgang mit der webbasierten, interaktiven Programmierumgebung Jupyter Notebook erarbeiten, Ihnen die darauffolgenden Programmierschritte erleichtern werden.

        In Kapitel 3 beschreiben wir einfache neuronale Netze und Schritt für Schritt den Weg, Berechnungen mit diesen auszuführen. Sie werden natürlich selbst den Code für diese Netze mithilfe eines Jupyter Notebooks implementieren.

        Dem Perceptron, einem Neuronenmodell, das bis heute die Grundlage der KNN darstellt, ist Kapitel 4 gewidmet. Dazu nehmen wir uns Aufgabenstellungen vor, die ganz einfach gesagt darin bestehen, Dinge in Gruppen einzuteilen, wie zum Beispiel festzustellen, ob eine Biene eine Königin ist oder nicht oder ob eine E-Mail Spam ist oder nicht. Bei der Diskussion des Perceptrons werden wir gewisse Schwachstellen dieses Neuronenmodells entdecken, wie zum Beispiel jene, dass eine mögliche Lösung für eine Aufgabenstellung nicht stabil erlernt werden kann. Das bedeutet: Obwohl das Perceptron bereits einmal die richtige Antwort zu einer Frage gelernt hat, wird diese Antwort durch neue Beispiele wieder »vergessen«. Das ist in vielen Fällen eine nicht befriedigende Situation, und darum beschreiben wir als eine mögliche Gegenmaßnahme zum Gedächtnisverlust des Perceptrons die Implementierung eines weiteren Netzes, das sogenannte Adaline. Das Adaline bleibt nicht nur stabil, sondern merkt sich die erlernten Antworten. Sich etwas merken ist eine Voraussetzung für Lernen – und so ist Adaline ein simples Beispiel, wie Lernen auch bei großen neuronalen Netzen funktioniert. Sie werden viel Neues dabei erfahren, wie zum Beispiel, was ein quadratischer Fehler ist und wie er beim Lernen von Nutzen sein kann.

        In Kapitel 5 werden wir uns der Lösung einer historischen Aufgabenstellung für Perceptrons widmen, dem sogenannten XOR-Problem. XOR, das Exklusiv-Oder, steht für eine bestimmte logische Verknüpfung, so wie AND oder OR. So viel sei bereits an dieser Stelle verraten: Das XOR-Problem ist ein unlösbares Problem für das Perceptron. Dies führte dazu, dass die Forschung im Bereich der neuronalen Netze eine Zeit lang auf Eis lag. Jedoch hat sich eine Lösung aufgetan, und diese lautet: Nimm mehrere Perceptrons, ordne sie in Schichten, und staple sie übereinander. Und genau so werden Sie die Lösung des XOR-Problems kennenlernen und implementieren.

        Mit dieser Anpassung lernen die KNN, auch komplexere Aufgabenstellungen vorzunehmen, bei denen keine eindeutige Zuordnung zu einer Gruppe möglich ist; denken Sie zum Beispiel an die Unterscheidung von drei Arten von Bienen: der Königin, den Drohnen und den Arbeiterinnen. Wenn Sie die Länge der Bienenkörper messen, werden sich Gruppen aufgrund der Länge herauskristallisieren, jedoch wird es auch immer Bienen geben, die nicht eindeutig einer Gruppe zuzuordnen sind.

        Kapitel 6 hat es in sich, da wir das Lernen in mehrschichtigen Netzen selbst realisieren werden. Damit werden Sie ein tiefes Verständnis für die inneren Abläufe in KNN erlangen. Dazu wird etwas Mathematik benötigt, die natürlich, wie versprochen, im Anhang zu finden ist und in diesem Kapitel in Teilen diskutiert wird. In diesem Zuge werden Sie die Bedeutung von so schönen Begriffen wie Gradientenabstieg, Feed-forward-Berechnung, Backpropagation bis zur Ausgabeschicht, Backpropagation bis zur verborgenen Schicht, Korrektur der Gewichtungen, Backpropagation in Matrixform erlernen. Lauter spannende Dinge, die Sie mithilfe von numpy – einem Python-Modul für mathematische Berechnungen – implementieren werden.

        Kapitel 7 führt Sie logisch weiter zu den sogenannten Convolutional Neural Networks (CNN), die hauptsächlich in der aktuellen maschinellen Verarbeitung von Bild- und Audiodateien eingesetzt werden. Die CNN stellen eine spezielle mehrschichtige Feed-forward-Netzwerkarchitektur dar und sind eigentlich der Inbegriff für tiefe neuronale Netze (Deep Neural Nets) bzw. Deep Learning.

        Während in Kapitel 7 noch eher theoretische Erläuterungen im Vordergrund stehen, widmet sich Kapitel 8 der Anwendung dieses Wissens. Ein einfaches Beispiel für den Durchlauf der Schichten wird zur Vertiefung des Wissens herangezogen. Dazu verwenden wir unter anderem den Klassiker unter den Bilderkennungsaufgaben, die Erkennung von handgeschriebenen Ziffern.

        Kapitel 8 setzt also unser Wissen aus dem vorherigen Kapitel um. Dieses Kapitel verwendet Python-Bibliotheken, um Sie, sehr geehrter Leser, zu Ihrem eigenen, modernen neuronalen Netz, das State of the Art ist, zu führen. Aufgrund der Entwicklungskomplexität einer vollständig selbst implementierten Python-Lösung für neuronale Netze greifen wir auf die bereits erwähnte Open-Source-Bibliothek TensorFlow zurück.

        In Teil II, »Deep Dive«, erfahren Sie noch mehr rund um das Thema neuronale Netze. Dazu gehören die biologischen Hintergründe, die Forschungsgeschichte der KNN und ein Überblick über die verschiedenen Anwendungsbereiche von neuronalen Netzen.

        In Kapitel 9 werden wir ausgehend von der Biologie die Bestandteile von künstlichen neuronalen Netzen erläutern: Soma, Dendriten, Axon, Zellkörper, Aktionspotenzial … Wir verfolgen damit den Plan, dass Sie in die Lage versetzt werden, eigene Experimente durchzuführen, die Elemente von neuronalen Netzen verändern. Vielleicht wollen Sie die Neuronen biologienäher modellieren oder tiefer in die Biologie eintauchen – wir wollen den Anfang Ihres Weges für Sie ebnen.

        In Kapitel 10 zeigen wir Ihnen die unterschiedlichsten Netzwerkarchitekturen. Derzeit sind Deep Learning und CNN in aller Munde, jedoch gibt es auch andere Netze, die Ihre Fantasie anregen und das eigenständige Experimentieren fördern sollten. Dazu folgt ein Ausflug in die Geschichte der Netze, wobei wir das bereits Besprochene in den historischen Kontext setzen. Wir haben es uns nicht nehmen lassen, einen weiteren Klassiker, das sogenannte Hopfield-Netzwerk, zu implementieren. Dieser Netztyp gehört zur Klasse der Netze mit Rückkopplung (bzw. Feedback-Netze). Seine Einsatzmöglichkeiten, zum Beispiel das Erkennen von Gegenständen in verrauschten Bildern, sind vielfältig.

        Kapitel 11 erläutert die Aspekte des Machine-Learning-Prozesses im Zusammenhang mit neuronalen Netzen. Dieses Kapitel greift einen wesentlichen Aspekt auf – den Umgang mit den Daten. Wir haben bisher schön vorbereitete Daten verwendet. Im Leben eines Data Scientist ist jedoch die Aufbereitung von Daten für Machine-Learning-Algorithmen oder neuronale Netze das tägliche, oft mühsame Brot. Diese Aufbereitung wird auch als Feature Engineering bezeichnet. Wir erhalten mit diesem Kapitel einen kleinen, feinen Werkzeugkoffer für den Umgang mit unterschiedlichen Datentypen.

        Kapitel 12 steigt sehr praktisch in die unterschiedlichen Lernverfahren ein. Es werden die Lernverfahren in den Verwendungskontext gesetzt, erläutert und zwei schöne Varianten implementiert. Sie erfahren Details zu überwachtem, unüberwachtem und zu verstärkendem Lernen, also den Hauptvertretern der Lernverfahren für KNN. Derzeit wird hauptsächlich mit überwachtem Lernen gearbeitet, wo dem Netz zu einem Input, also zum Beispiel der Körperlänge einer Biene, ein erwartetes Ergebnis ebenfalls mitgeteilt wird – zum Beispiel, ob es sich um eine Königin, eine Drohne oder eine Arbeiterin handelt. Ermittelt das Netz zu einem Input einen Output, der nicht zu dem gewünschten Ergebnis passt, dann muss es lernen. Speziell für das unüberwachte und das verstärkende Lernen, die beide nicht so oft im Fokus der Betrachtungen stehen, haben wir unsere Programmierfinger krachen lassen und unter anderem sogenannte Software-Agenten trainiert. Unter einem Software-Agenten können Sie sich zum Beispiel einen simulierten Roboter vorstellen, der sich in einer Umgebung bewegen kann. Der Agent sollte von sich aus eine Strategie entwickeln, sodass er sich sicher in unbekanntem Gelände bewegen kann.

        Kapitel 13 zeigt mit spannenden Beispielen die unterschiedlichen Einsatzgebiete von neuronalen Netzen in der Praxis.

        Wir wissen, wie schwer es teilweise ist, im Web die passenden Informationen zu konkreten Fragestellungen zu finden. Meistens wird man durch die Menge an Informationen erschlagen, und gerade wenn man in ein neues Lerngebiet einsteigt, ist es nochmals schwerer, die Relevanz der Informationen zu beurteilen. Darum haben wir für Sie, wie bereits erwähnt, die aus unserer Sicht zentralen Informationen für einen Schnellstart in Python, Mathematik und TensorFlow in Anhang A, Anhang B und Anhang C zusammengestellt.

        Noch eine gute Nachricht: Sie können jeden Code und jedes Jupyter Notebook von der Website des Buches herunterladen, was wir Ihnen auch dringend ans Herz legen möchten. Wählen Sie dazu unter https://www.rheinwerk-verlag.de/5046 die Registerkarte Materialien zum Buch, und verwenden Sie die Schaltfläche Herunterladen.

    


                    
                        
        1.4    Ist diese Biene eine Königin?

        Stellen Sie sich vor, dass Sie in einem Bienenstock automatisiert die Königin von den Arbeitsbienen und den Drohnen unterscheiden möchten – wahrscheinlich haben Sie von einem Imker einen Auftrag bekommen. Es gibt laut Ihrem Auftraggeber dafür einige Kriterien, wir verwenden, aber hier nur das Folgende: Die Königin ist am längsten, gefolgt von den Drohnen, während die Arbeitsbienen am kürzesten sind, so wie in Abbildung 1.1 mit künstlerischer Freiheit dargestellt. Alle Imker unter uns bitten wir um Verzeihung für diese didaktische Vereinfachung der Realität.

        [image: Die Bienenklassifikation]

        Abbildung 1.1    Die Bienenklassifikation

        In unserem kleinen Experiment liefert ein technisches System die Länge einer herumschwirrenden Biene. Das bedeutet, dass uns ein Wert – also die Länge – zur Verfügung steht, um zu bestimmen, zu welcher Gruppe die Biene gehört. Zugegebenermaßen lässt sich diese Aufgabenstellung der Klassifikation durch eine Wenn-Dann-Regel lösen, wie zum Beispiel durch folgenden Pseudocode:

        wenn( länge(biene) größer gleich 20mm ) dann 
    ist_königin = true
sonst
    ist_königin = false


        Andererseits lässt sich dieses Beispiel auch wunderbar verwenden, um die Funktionsweise eines KNN zu erläutern, was wir im nächsten Abschnitt erledigen wollen.

    


                    
                        
        1.5    Ein künstliches neuronales Netz für den Bienenstaat

        Wir stellen Ihnen nun ein simples Netz vor, das diese Aufgabe löst. Sehen Sie sich bitte die schematische Darstellung in Abbildung 1.2 genau an – sie wird Sie durch das Buch begleiten; es werden noch Elemente hinzukommen, wenn Sie komplexere neuronale Netze kennenlernen.

        Sie erkennen es bereits jetzt: Wir haben bewusst Schichten (engl. Layers) eingezeichnet, und zwar so, dass zusammengehörige Elemente mit der gleichen Farbe gekennzeichnet werden. Die einzelnen Elemente der Zeichnung werden wir im Folgenden Schritt für Schritt durchgehen und erläutern.

        [image: Ein einfaches KNN]

        Abbildung 1.2    Ein einfaches KNN

        Die Aufgabe für das Netz lautet, eine Länge entgegenzunehmen und eine Klassifizierung, d. h. eine Einteilung in zwei Gruppen, durchzuführen: Königin und Nicht-Königin. Die Länge [image: formula] ist also der Input-Wert – manchmal auch nur als Input bezeichnet – des Netzes, die Ausgabe, Output-Wert oder kurz Output, nennen wir [image: formula], und wir legen fest, dass der Wert 1 dafür stehen soll, dass die Biene die Königin ist. Andernfalls soll das Netz den Wert 0 ausgeben.

        Die Input-Schicht (engl. Input-Layer) besteht aus Input-Neuronen, so vielen, wie eben für die konkrete Aufgabenstellung benötigt werden. In unserem Fall ist das ein Input für die Länge, es könnte aber zum Beispiel auch noch das Gewicht der Biene dazukommen, dann hätten wir schon zwei Input-Neuronen; genauso verhält es sich für die Output-Schicht, auch Output-Layer genannt. Das bedeutet für uns, dass nur ein Input-Neuron nötig ist, da wir ja nur die Länge der Biene zur Verfügung haben. Am Output haben wir ebenfalls genau ein Neuron, das Auskunft gibt, ob es sich um eine Bienenkönigin handelt oder nicht.

        Neuronen sind kleine Berechnungseinheiten, die je nach Art des Neurons Berechnungsschritte ausführen. In unserem Beispiel sind das die folgenden Schritte:

        
            	
                Ein Input-Neuron reicht den Input-Wert an die nächste Schicht weiter, wie zum Beispiel 21 mm. Das wäre in der Bienenklassifikation eine Königin. Damit hat das Input-Neuron den Wert 21, wie Sie in Abbildung 1.3 sehen. Die 21 im Input-Neuron haben wir anstatt seines Namens [image: formula] geschrieben. Die 1 bei der Bezeichnung des Input-Neurons ist ein Index. Wenn man mehrere Inputs hätte, könnte man sie mit dem Kleinbuchstaben i bezeichnen und einfach den Zähler hochzählen. Dann hätte zum Beispiel der Input für das Gewicht der Biene den Index 2.

                [image: Der Input-Wert 21 wird an das Netz übergeben.]

                Abbildung 1.3    Der Input-Wert 21 wird an das Netz übergeben.

            

            	
                Jedes einzelne Output-Neuron zählt die Werte aller seiner Eingänge zusammen, und zwar so, dass jeder Eingangswert mit dem Gewicht der Eingangsverbindung multipliziert wird. Man nennt dann diese Summe naheliegenderweise eine gewichtete Summe. Ein Gewicht regelt in dieser Rechnung den Anteil des Eingangswerts auf die Eingangssumme. Wenn das Gewicht einer Verbindung zum Beispiel 0 ist, dann hat der Eingangswert keinen Einfluss, da 0 multipliziert mit einem Wert immer 0 ergibt. Wir haben in unserem Netz nur einen Eingang zum Output-Neuron mit dem Gewicht w1, also ergibt sich für die gewichtete Summe:

                [image: formula]

                Setzen wir zum Beispiel das Gewicht w1 auf den Wert 1, so wie in Abbildung 1.4 gezeigt, ergibt sich:

                [image: formula]

                In dem Bienenklassifikationsnetz haben wir nur einen Eingang zum Output-Neuron, in komplexeren Netzen haben die Output-Neuronen jedoch viel mehr Eingänge, die auch als Vorgänger bezeichnet werden.

                [image: Der gewichtete Input zum Output-Neuron wird berechnet.]

                Abbildung 1.4    Der gewichtete Input zum Output-Neuron wird berechnet.

            

            	
                Jedes Output-Neuron nimmt die berechnete Summe und vergleicht sie mit einem Schwellenwert, im Englischen auch als Bias und in Abbildung 1.4 mit b1 bezeichnet.

                [image: Schwellenwertberechnung]

                Abbildung 1.5    Schwellenwertberechnung

                Dieser Schwellenwertvergleich ist ein zentraler Schritt im Berechnungsalgorithmus, den wir in Kapitel 9 noch biologisch motivieren werden. Der Vergleich kann als [image: formula] geschrieben werden oder auch durch Umformung als [image: formula]. Für unser Beispiel haben wir den Schwellenwert b1 mit 20 festgelegt und in Abbildung 1.5 b1 durch 20 ersetzt. Wenn Sie sich jetzt fragen, warum 20, dann stellen Sie bereits eine wichtige und sehr berechtigte Frage. Wir werden später sehen, wie dieser Wert errechnet werden kann, aber für unser Beispiel ist er so gewählt, dass die Unterscheidung der Königin vom Rest der Bienen berechenbar wird.

            

        

        Die Schwellenwertberechnung ergibt für unser Beispiel 1, d. h., der Wert ist größer als 0. Das Ergebnis der Berechnung kann somit größer, gleich oder kleiner als 0 sein. Wir wollen aber eine Gruppierung in zwei Gruppen erreichen, nämlich 0 (keine Königin) oder 1 (Königin). Dies führt uns zum letzten Schritt, der Berechnung des Outputs.

        Wenn das Ergebnis der Schwellenwertberechnung einen beliebigen Wert kleiner als 0 hat, dann sollte das Output-Neuron den Wert 0 liefern, also keine Königin. Wenn das Ergebnis hingegen größer oder gleich 0 ist, dann sollte der Wert 1 geliefert werden, so wie in Abbildung 1.6 zu sehen.

        [image: Output-Berechnung]

        Abbildung 1.6    Output-Berechnung

        Den Wert 1 haben wir ja eingangs als Wert für die Königin festgelegt, daher hat das KNN aufgrund der Länge die Biene korrekt als Königin klassifiziert.

        Zusammenfassend stellen wir fest, dass wir für unser KNN die folgenden Komponenten festgelegt haben:

        
            	
                Dem Gewicht von der Input-Schicht zur Output-Schicht haben wir den Wert 1 zugewiesen.

            

            	
                Für die Ausgabefunktion haben wir eine Stufenfunktion verwendet, die auch als Heaviside-Funktion bezeichnet wird (Abbildung 1.10).

            

            	
                Den Schwellenwert haben wir auf 20 gesetzt.

            

        

        Je komplizierter die Aufgabe, desto mehr Neuronen braucht es, deshalb werden zwischen Input und Output noch die sogenannten versteckten Neuronen oder Hidden Neurons platziert. Wenn man mit neuronalen Netzen zu tun hat, dann übergibt man Daten an die Input-Neuronen und erhält Ergebnisse von den Output-Neuronen; mit den Neuronen dazwischen kommt man nicht in Kontakt, daher die Bezeichnung »versteckt« bzw. »hidden«.

        Auf dem Weg vom Input [image: formula] bis zum Output [image: formula] hat das Netz den Wert von Schicht zu Schicht weitergereicht – und zwar immer nach vorn. Solche KNN nennen sich Feed-forward-Netzwerke (englisch für vorwärtsgerichtete Netze). Später werden wir Ihnen auch Recurrent Networks (englisch für rückgekoppelte Netze) vorstellen, bei denen es Rückkopplungen zwischen den gleichen oder vorangegangenen Schichten gibt.

        
            Aufgabe

            Nun sind Sie an der Reihe. Probieren Sie es doch einmal mit einem Input von 14. Ist die Biene eine Königin? Was ist die Antwort des KNN?

        

        Lösung:

        Korrekt, die Antwort lautet 0, es handelt sich somit um keine Königin.

        Obwohl dieses KNN so einfach ist, konnten wir Ihnen bereits damit die Grundbausteine zeigen, die genauso in Netzen vorkommen, die derzeit die Bestenlisten bei internationalen Wettbewerben für Bilderkennung, natürliche Sprachverarbeitung oder Spiele anführen. Dabei werden jedoch Tausende Neuronen, viele Schichten und Millionen von Verbindungen eingesetzt.

    


                    
                        
        1.6    Von der Biologie zum künstlichen Neuron

        Der Begriff Neuron ist tatsächlich von einem biologischen Vorbild motiviert und nach diesem konzipiert: Bionik – so bezeichnet man die Wissenschaftsdisziplin, die für die technische Umsetzung von Erkenntnissen aus biologischen Systemen und deren Analysen verantwortlich zeichnet. Der Grundgedanke ist ein mehrfach bewährter Ansatz: Man nehme ein System aus der Natur, das sich in jahrtausendelanger Evolution optimiert und entwickelt hat, und versuche, es so gut es geht nachzubauen.

        So wie der Vogelflug die Menschheit zum Fliegen animiert hat, nach dem Vorbild der Kletten der Klettverschluss erfunden wurde oder Saugnäpfe von Kraken oder Käfern abgeschaut wurden, so sind auch neuronale Netze ein gutes Beispiel aus der Bionik – man nehme ein (nicht unbedingt menschliches) Gehirn, analysiere es und setze es in einen mathematischen Algorithmus um, der schwierige Aufgaben lösen kann.

        Die Idee der neuronalen Netze hat bereits einige Jahre auf dem Buckel und wird in den 1940er-Jahren angesiedelt, wo sie von dem Neurophysiologen Warren McCulloch und dem Mathematiker Walter Pitts eingeführt wurde. Die Entwicklung der künstlichen neuronalen Netze hat eine wechselvolle Geschichte hinter sich, worüber Sie im zweiten Teil dieses Buches Näheres erfahren werden, und hat gerade in den letzten Jahren unter dem Begriff Deep Learning einen immensen Aufschwung erlebt.

        Künstliche neuronale Netze sind mächtig, skalierbar und werden für viele komplexe Machine-Learning-Aufgaben herangezogen, z. B. die automatische Klassifikation einer Unzahl von Bildern im Google-Netz, Spracherkennung auf dem iPhone, Videoempfehlungssysteme auf YouTube oder Lernen, den Weltmeister im Go, dem strategischen Brettspiel aus China, zu schlagen.

        
            1.6.1    Das biologische Neuron und seine technische Kopie

            Das menschliche Gehirn ist ein wirklich einmaliges Objekt. Mit seinen durchschnittlich 1400 g ermöglicht es uns, zu sehen, zu hören oder komplexe Bewegungen unseres Körpers zu steuern, aber auch, kreativ zu sein: Bücher zu schreiben, Filme zu drehen, zu malen, zu diskutieren usw. Das menschliche Gehirn besteht im Wesentlichen aus ca. 86 Milliarden Nervenzellen.

            Neuronen (Nervenzellen) kommunizieren miteinander, indem Signale zwischen Neuronen auf chemischem Weg übertragen werden, und innerhalb der Neuronen werden einkommende Signale elektrisch weitergeleitet. Das klingt noch nicht so kompliziert, faszinierend wird es aber dann, wenn im Hirn innerhalb weniger Sekunden die 86 Milliarden Neuronen miteinander kommunizieren, um auf visuelle (Sehen), auditive (Hören), olfaktorische (Riechen), gustatorische (Schmecken) und taktile (Berühren) Reize entsprechend reagieren zu können, z. B. zum schnellen Weglaufen beim Angriff eines brüllenden Tigers. Und das funktioniert unentwegt mit einer durchaus beeindruckenden Erfolgsquote, sonst gäbe es die Menschheit nicht.

            Die eingehenden chemischen Signale von anderen Neuronen erreichen über meist stark verzweigte Dendriten den Zellkörper des Neurons. Die Abgabe von Information erfolgt über sogenannte Axone, die bis zu einen Meter lang sein können. Die meisten Neuronen haben genau ein Axon, an dessen baumartiger Endverzweigung die Information an mehrere Neuronen weitergegeben wird. Die Dendriten und Axone docken über Synapsen an die Neuronen bzw. deren Zellkörper an. Diese Synapsen sind eine Art Schnittstelle: Sie wandeln das chemische Signal (zwischen den Neuronen) in ein elektrisches Signal (innerhalb des Neurons) um und haben dabei eine hemmende oder erregende Wirkung auf die Signale.

            [image: Schematische Darstellung eines Neurons                     von Nicolas.Rougier/CC-BY-SA-3.0, https://commons.wikimedia.org/w/index.php?curid=2192116                 ]

            Abbildung 1.7    Schematische Darstellung eines Neurons[ 1 ]

            Eine Besonderheit bei der Übertragung des Signals innerhalb des Neurons ist das Alles-oder-nichts-Gesetz, das heißt, die über die Dendriten an den Zellkörper übertragenen Signale werden nur dann an das Axon weitergereicht, wenn eine gewisse Gesamtsignalstärke erreicht wird. Im Bienenbeispiel haben wir das durch Verwendung eines Schwellenwerts nachgebaut.

            
                Alles-oder-nichts-Gesetz

                Dieses Gesetz beschreibt eine Eigenheit von Nervenzellen, nämlich dass eine Reaktion auf einen Reiz entweder vollständig oder überhaupt nicht erfolgt. Es muss ein gewisser Schwellenwert überschritten werden, um eine Reaktion auszulösen.

            

        
        
            1.6.2    Das künstliche Neuron und seine Elemente

            Nachdem wir nun einen Blick auf das biologische Neuron geworfen haben und seine Elemente und Aufgaben kennen, versuchen wir nun, ein künstliches Neuron zusammenzubauen und das auch grafisch darzustellen.

            Da wir mit diesem künstlichen Neuron später auch rechnen müssen, bedienen wir uns der allseits beliebten Sprache der Mathematik, um die einzelnen Bestandteile zu bezeichnen.

            Wir halten uns an Abbildung 1.8, gehen von links nach rechts vor und beginnen mit den Dendriten, über die die Eingangssignale an den Zellkörper gehen. Wir gehen einmal von einem Dendritenbaum mit n Ästen aus, das erste Eingangssignal bezeichnen wir also als [image: formula], das zweite als [image: formula] usw. und das letzte (das [image: formula]-te) als [image: formula]. Diese Zahlenreihe fassen wir in einem Eingangsvektor [image: formula] zusammen.

            [image: Künstliche Dendriten]

            Abbildung 1.8    Künstliche Dendriten

            Die Dendriten geben die Signale von anderen Neuronen an den Zellkörper unseres Neurons über eine hemmende bzw. verstärkende Schnittstelle, die Synapse, weiter. Diese Synapsen bilden wir als Zahlenwerte w1, w2,…,wn,, also für jedes Eingangssignal. Diese Werte werden auch als Gewichte bezeichnet, und die Gesamtheit der Werte ist der Gewichtsvektor [image: formula]. Die Gewichte werden mit den Eingangssignalen schlussendlich multipliziert und zusammengezählt, sodass der gesamte Reiz, der im Zellkörper ankommt, als Summe der Eingangssignale multipliziert mit den Synapsengewichten dargestellt werden kann:

            [image: formula]

            [image: Künstliche Dendriten mit Synapsen(gewichten)]

            Abbildung 1.9    Künstliche Dendriten mit Synapsen(gewichten)

            
                Anmerkung zur Multiplikation

                Manchmal wird die Multiplikation zwischen dem Gewicht und dem Eingang mit einem Punkt dargestellt, und manchmal wird der Punkt weggelassen.

            

            Nun könnten wir einfach diese Summe als Ausgangssignal über das künstliche Axon an die nächsten Neuronen weitergeben, wenn da nicht das Alles-oder-nichts-Gesetz wäre. Das bedeutet, wir können das Signal nur weitergeben, wenn die Summe einen gewissen Schwellenwert übersteigt.

            Hier helfen wir uns mathematisch, indem wir diese (gewichtete) Summe an eine Funktion übergeben, die das Alles-oder-nichts-Gesetz erfüllt. Diese Funktion wird auch als Aktivierungsfunktion [image: formula] bezeichnet und liefert uns schlussendlich die Ausgabe

            [image: formula]

            des Zellkörpers, die über das Axon übergeben wird. Diese Aktivierungsfunktion kann nun verschiedene Ausprägungen haben, wobei wir einige Beispiele in Abbildung 1.10 skizziert haben, wodurch wir das Alles-oder-nichts-Gesetz zu einer Art Gummiparagraf machen, zu einem Fast-alles-oder-fast-nichts-Gesetz.

            [image: Beispiele für die Aktivierungsfunktion fakt]

            Abbildung 1.10    Beispiele für die Aktivierungsfunktion fakt

            Die Heaviside-Funktion ist die klassische Stufenfunktion mit den Werten 0 bzw. 1, wobei die Funktion als Ergebnis 1 liefert, wenn der Input zur Funktion größer gleich 0 ist. Die semilineare Funktion steigt von 0 bis 1 mittels einer Geraden an und kann dadurch bereits Zwischenwerte annehmen, genauso wie die sogenannte sigmoide Funktion, die wir später des Öfteren einsetzen werden. Durch diese unterschiedlichen Aktivierungsfunktionen gibt es keinen harten Schwellenwert, sondern dieser bewegt sich in einem Werteintervall, und damit sehen wir wieder die Fähigkeit des KNN, feine Abstufungen bei den Antworten zu berücksichtigen. Damit haben wir alle Entsprechungen nachgebildet und zeigen unser fertiges künstliches Neuron in Abbildung 1.11.

            [image: Das künstliche Neuron]

            Abbildung 1.11    Das künstliche Neuron

        
    


                    
                        
        1.7    Einordnung und der Rest

        Sie haben im vorherigen Abschnitt die prinzipielle Wirkungsweise und den Aufbau von neuronalen Netzen gesehen. Möglicherweise sind Sie nun ernüchtert wegen der Einfachheit der Bauteile?

        Dennoch finden Sie Superlative in den Nachrichten, die sich im Spannungsfeld zwischen dem Untergang der Welt aufgrund von künstlichen Intelligenzen bis zur kooperativen Entlastung der Menschen von stupiden, nicht kreativen Arbeiten durch die künstliche Intelligenzen bewegen.

        Um Ihnen eine qualifizierte Bewertung der Ist-Situation zu ermöglichen, ist es unsere Aufgabe, Ihnen die grundlegenden Mechanismen und Techniken zu zeigen, die hinter »intelligenten« Ansätzen stecken, und dadurch wieder etwas Normalität bei der Bewertung der Möglichkeiten einkehren zu lassen.

        Daher bitte einmal fest durchschnaufen, und Fokus!

        Wir werden unsere Energie darauf konzentrieren, künstliche neuronale Netze in den passenden Kontext zu setzen. Wenn Sie, lieber Leser, der Typ sind, der gerne mit einem Überblick startet und sich auf breiter Front zu den Details vorarbeitet, sind Sie hier goldrichtig.

        
            1.7.1    Big Picture

            Einfach ist es nicht, die Entwicklung der Begriffe und deren Abhängigkeiten zu zeigen. Wir versuchen es einmal mit der stark fokussierten und zusammenhangsoptimierten Künstlichen Intelligenz:

            [image: Begriffszwiebel für künstliche Intelligenz]

            Abbildung 1.12    Begriffszwiebel für künstliche Intelligenz

            Darin sehen Sie die thematischen Abhängigkeiten der Begriffe, die wir in weiterer Folge noch etwas detaillieren möchten. Die unterschiedlichsten Fachdisziplinen, wie zum Beispiel die Psychologie, Neurologie oder auch die Mathematik, tragen zu den Grundlagen und Inhalten der dargestellten Themen bei, wobei die Informatik eine große und zentrale Rolle spielt.

        
        
            1.7.2    Artificial Intelligence (künstliche Intelligenz)

            Der Begriff künstliche Intelligenz (KI, auch Artificial Intelligence oder kurz AI) bezeichnet ein Teilgebiet der Informatik, das sich mit der Simulation von Verhalten befasst, das von Menschen als »intelligent« interpretiert wird.

            Wir hören schon die Ersten rufen: Moment, Moment, was bedeutet »intelligent«? Sehr berechtigter Einwurf – dafür können wir leider auch keine Definition abliefern, eher Symptome, an denen wir den Begriff aufhängen würden, wie zum Beispiel eigenständiges Lösen von Problemen oder Interaktionsverhalten wie das eines Menschen unter Zuhilfenahme einer Kombination aus Hardware, Software und Netzwerken.

            Der sogenannte Turing-Test (TT), der nach dem Mathematiker Alan Turing benannt und auch von diesem definiert wurde, stellt eine operative Definition von Intelligenz bereit (»Computing Machinery and Intelligence«, 1950, Abschnitt 1, »The Imitation Game«). Darin, grob zusammengefasst, besteht ein Algorithmus den Intelligenztest, wenn ein Mensch, der schriftliche Fragen gestellt hat, nicht feststellen kann, ob die gegebene Antwort von einem Menschen oder von dem Algorithmus kommt. Dazu braucht es aus Sicht der Programmierung schon einiges, wie zum Beispiel:

            
                	
                    Natural Language Processing (NLP), das ist die Verarbeitung, Interpretation, Generierung und Ausgabe von natürlicher Sprache, da die Fragen ja von einem Menschen in natürlicher Sprache gestellt werden und dieser auch die Antwort in dieser Form erwartet.

                

                	
                    Wissensrepräsentation, damit die Fragen inhaltlich verstanden werden und die Antworten aus dem Wissenskontext der Frage geschöpft werden

                

                	
                    Logisches Schließen wie zum Beispiel »Wenn … dann«: Wenn du dir eine Kinokarte gekauft hast und auf dem Weg ins Kino bist, dann wirst du dir wahrscheinlich einen Film ansehen.

                

                	
                    Machine Learning (ML), um sich an neue Kontexte anzupassen, zu verallgemeinern und grundlegende Strukturen zu erkennen, wie zum Beispiel die kontextabhängige Interpretation von Begriffen

                

            

            Und damit sind auch schon die Hauptgebiete und Hauptaufgabenstellungen der künstlichen Intelligenz aufgelistet, die sich wunderbar vom Turing-Test ableiten lassen.

            Als Maß für Intelligenz dient aber immer noch der Mensch selbst, mit dem Wunsch, dass künstliche Intelligenzen Aufgabenstellungen autonom lösen können und Unterstützungsfunktionen für den Menschen anbieten, speziell für superlangweilige Routineaufgaben, wie zum Beispiel Briefe nach Postleitzahlen zu sortieren.

            Innerhalb der AI lassen sich zwei große Gruppen unterscheiden: Die Gruppen der starken und die der schwachen AI. Vertreter der schwachen AI wollen konkrete Anwendungsprobleme des menschlichen Denkens meistern. Man könnte auch sagen, dass es um die Simulation von intelligentem Verhalten geht. In den letzten Jahren wurden im Bereich der schwachen AI bedeutende Fortschritte gemacht, wobei zum Beispiel Bild- und Spracherkennung zu nennen sind. Vertreter der starken AI setzen sich zum Ziel, eine Intelligenz zu schaffen, die das menschliche Denken mechanisieren, d. h. zumindest die gleichen intellektuellen Fähigkeiten wie der Mensch erlangen sollte.

        
        
            1.7.3    Geschichte

            Der offizielle Beginn der AI wird in das Jahr 1956 gelegt; was davor geschah, sehen wir uns im zweiten Teil dieses Buches an. 1956 organisierte John McCarthy, damals am Dartmouth College tätig, mit Marvin Minsky, Claude Shannon und Nathaniel Rochester einen zweimonatigen Workshop, der sich mit sieben Themen der künstlichen Intelligenz beschäftigte. Dabei sollten zwei Monate lang 10 Personen an einer Studie über diese Themen arbeiten. Interessant dabei ist die Arbeitshypothese, der zufolge jeder Aspekt des Lernens oder generell von Intelligenz so präzise beschrieben werden kann, dass er dadurch von einer Maschine simuliert werden kann. Aufgrund dieser Zusammenkunft bildete sich eine Forschungsrichtung heraus, die für viele Forscher seit dieser Zeit und bis heute ein breites Betätigungsfeld anbietet, aber auch durch teils übertriebene Ankündigungen und Hoffnungen geprägt ist.

            
                Fun Fact

                Übrigens wurde der Begriff »Artificial Intelligence« (dt. künstliche Intelligenz) das erste Mal im Aufruf zum Workshop von McCarthy verwendet. Somit kann man ihm die Urheberschaft des Begriffes zuordnen, nachzulesen unter http://www-formal.stanford.edu/jmc/history/dartmouth.pdf.

            

            In den 1950er- und 1960er-Jahren wurden stark die Ansätze der symbolischen AI vorangetrieben, neben den bereits früher entstandenen subsymbolischen oder auch konnektionistischen Ansätzen. In dieser Aufzählung ist der Begriff des Konnektionismus am passendsten für den Ansatz der KNN, da er sich mit dem Verhalten von vernetzten Informationsverarbeitungseinheiten beschäftigt.

            Moment, was bedeuten nun »symbolisch« und »subsymbolisch«, und wo ist tatsächlich der Unterschied? Die Unterscheidung zwischen symbolischer und subsymbolischer AI rührt von der Art, wie Wissen repräsentiert wird. In der symbolischen AI wird Wissen, d. h. Beispiele und abgeleitete Regeln, explizit repräsentiert. Man könnte auch sagen, dass Wissen explizit vorhanden ist und mittels mathematischer Logik verarbeitet wird. Explizit bedeutet, dass dadurch Erklärungsmöglichkeiten gegeben sind und wir als Menschen verstehen, wie es zu Entscheidungen gekommen ist. Als Beispiele für die Darstellung des Wissens denken Sie bitte einfach an Wenn-dann-Regeln, also zum Beispiel: Wenn es regnet, dann nehme ich einen Schirm mit, oder wenn die Länge >= 20 mm ist, dann ist es eine Königin.

            In der subsymbolischen AI, wie zum Beispiel bei künstlichen neuronalen Netzen, wird Wissen implizit repräsentiert. Das bedeutet, dass keine expliziten Regeln über die Wissensrepräsentation vorliegen und somit für den Menschen das Problem besteht, das Wissen menschenverständlich zu machen. Andererseits zeigen die täglichen Sensationsnachrichten über subsymbolische Systeme, dass eine beachtliche Leistungsfähigkeit in diesem Ansatz steckt. Beispiele zu diesem Ansatz werden Sie im Laufe der Lektüre des Buches zuhauf selbst implementieren.

            Die Geschichte hat sich, wie wir gesehen haben, jedoch (derzeit) zugunsten der subsymbolischen Systeme entwickelt. Dem Problem der tatsächlich vorhandenen Komplexität der Realität wird mit neuen Algorithmen und gesteigerter Rechenkraft begegnet. Eines der dafür geeigneten Modelle, nämlich Convolutional Neural Networks, wird in diesem Buch entsprechend prominent behandelt.

            Wie oben bereits erwähnt ist eines der Teilgebiete der AI das sogenannte Machine Learning, das wir uns im nächsten Abschnitt genauer ansehen werden.

        
        
            1.7.4    Machine Learning (maschinelles Lernen)

            Täglich wird eine Unzahl an Daten produziert z. B. durch Telefonate, Einkäufe, Stromablesungen oder Sensoren – Terabyte an Daten. Wie sollten diese analysiert werden? Welches »Wissen« kann daraus gewonnen werden?

            
                Terabyte

                Wenn für eine Milliarde Menschen pro Mensch eine Seite mit Text erfasst wird, was wiederum ungefähr einem Kilobyte an Daten entspricht, dann wird insgesamt ein Terabyte an Daten erfasst.

            

            Genau mit diesen Fragen beschäftigt sich Machine Learning (ML) – ein Begriff, der 1959 von Arthur Samuel geprägt wurde. Die Auswirkungen dieser Technikdisziplin sind allen bewusst, die Onlinehandel benutzen. Ständig bekommen wir Dinge vorgeschlagen und werden von diesen auch noch durch das Netz verfolgt. Bei der Auswahl der Artikel, die uns verfolgen, werden Regeln angewendet, zum Beispiel: Kunde X ist so ähnlich (zumindest vom Kaufverhalten her) wie Kunde Y, und daher wird er sich wohl für ähnliche Dinge interessieren wie die, die Y bereits gekauft hat.

            Machine Learning wird als ein Teilgebiet der künstlichen Intelligenz verstanden, mit dem Ziel, Muster in den Daten zu erkennen, generell den Daten neue Erkenntnisse zu entlocken, die für Menschen auf den ersten Blick nicht erkennbar sind, und auch bisher unbekannte Fälle verallgemeinern zu können. Da die Erkenntnisse von vornherein nicht klar sind, ergibt sich auch nicht die Möglichkeit, dass explizite Programme mit fest kodierter Logik entwickelt werden, da die innere Struktur des zu erstellenden Programms nicht bekannt wäre.

            Also ist ML mit der Generierung von Wissen aus Erfahrung beschäftigt. Ein System lernt Muster aus Beispielen und kann basierend darauf noch nicht bekannte Beispiele verallgemeinern. Diese Art von Lernen wird auch als induktives Lernen oder Lernen aus Beobachtungen bezeichnet.

            Als gelernte Data Scientists sprechen wir davon, dass Modelle gelernt werden, die hinreichend gut für ihr gedachtes Einsatzgebiet funktionieren. Unter einem Modell wird die (vereinfachte) Repräsentation der Realität verstanden, wie zum Beispiel durch ein neuronales Netz. Die Unterscheidung der unterschiedlichen Methoden im ML richtet sich nach der Art und Weise, wie gelernt wird. Dabei werden hauptsächlich überwachtes (supervised) , unüberwachtes (unsupervised) und verstärkendes Lernen (reinforcement learning) unterschieden, so wie in Abbildung 1.13 dargestellt.

            Unter Supervised Learning (deutsch: überwachtes Lernen) versteht man das Lernen anhand von Beispielen. Zu einem Beispiel wird dem Algorithmus auch das gewünschte Ergebnis zur Verfügung gestellt. Wenn dem Algorithmus neue, ungelernte Beispiele präsentiert werden, dann sollte er eine Antwort in Analogie zu den gelernten Beispielen finden.

            [image: Lernstrategien im Machine Learning]

            Abbildung 1.13    Lernstrategien im Machine Learning

            Beim Unsupervised Learning (deutsch: unüberwachtes Lernen) werden dem Algorithmus nur Input-Daten ohne einen gewünschten Output zur Verfügung gestellt. Ziel ist es, dass der Algorithmus eine Verteilung der Daten findet und damit neue Erkenntnisse zu den Daten liefert.

            Zu guter Letzt noch das Reinforcement Learning (deutsch: verstärkendes Lernen), also Lernen mit Belohnung: In diesem Ansatz werden Methoden angewendet, die es einem Software-Agenten – das sind Computerprogramme, die in einem gewissen Maß eigenständiges und eigendynamisches Verhalten aufweisen – ermöglichen, Strategien zu erlernen, sodass die erzielte Belohnung maximiert wird. Ein schönes Beispiel, wo dieser Ansatz angewendet wurde, ist das Erlernen von Videospielen.

        
        
            1.7.5    Deep Neural Networks

            Wie wir angedeutet haben, werden in ML-Ansätzen die unterschiedlichsten Arten von KNN eingesetzt. In den letzten Jahren hat sich eine spezielle Kategorie von KNN entwickelt, die sogenannten Deep Neural Networks. Diese möchten wir besonders hervorheben, da mit dieser Art von Netzen großartige Erfolge erzielt werden konnten und ein Ende der Erfolgsserie noch nicht in Sicht ist. In Abbildung 1.14 haben wir das sehr vereinfachte Schema eines Deep Neural Networks dargestellt.

            [image: Deep-Neural-Network-Schema]

            Abbildung 1.14    Deep-Neural-Network-Schema

            Kurz eine Anmerkung zur Notation: Bei der Bienenkönigin haben wir als Bezeichnung [image: formula] für die Input-Neuronen und [image: formula] für die Output-Neuronen verwendet. Danach haben wir den Subscript, also den tiefer gesetzten Index, beim Eingangsvektor [image: formula] verwendet, um die unterschiedlichen Eingänge zu bezeichnen, wie zum Beispiel [image: formula] für den ersten Eingang. In Abbildung 1.14 nutzen wir dieselbe Notation wie bei der Bienenkönigin, wobei wir eine große Anzahl an versteckten Neuronen ergänzt haben, die nicht näher bezeichnet werden.

            Deep Neural Networks unterscheiden sich von herkömmlichen Netzen, so wie sie es zum Beispiel bei der Bienenkönigin gesehen haben, dadurch, dass sie eine viel höhere Komplexität hinsichtlich ihres Aufbaus haben als herkömmliche Netze. Sie besitzen eine hohe Anzahl an inneren Verarbeitungseinheiten, den sogenannten Hidden Neuronen in den Hidden Layers. Durch diese vielen versteckten Schichten, die zu einer tiefen Schichtung des Netzes führen, ist es dem Netz möglich, sehr komplexe Abbildungen vom Input zum Output zu erlernen. Wir werden uns dazu in Kapitel 8 einige praktische Beispiele für die Leistungsfähigkeit dieser Netze ansehen.

            Noch eine Frage am Ende: Warum hat man früher nicht schon komplexere Netze praktisch angewandt? Ganz einfache Antwort: Uns fehlten die Rechenleistung und die Daten.

            
                CPU und GPU

                Zentrale Recheneinheiten (Central Processing Units, CPUs) sind darauf optimiert, eine hohe Verarbeitungsgeschwindigkeit (GHz) zu liefern, wohingegen Graphical Processing Units (GPUs), also die Berechnungseinheiten auf den Grafikkarten in Rechnern, für den Durchsatz optimiert sind. CPUs besitzen eine kleine Anzahl an Cores (Hauptprozessorkern in einem Chip) – und jetzt kommen die GPUs ins Rennen –, im Gegensatz zu GPUs, die Hunderte bis Tausende Cores besitzen.

            

            Speziell durch die Veränderung im Bereich der Hardware wurden die KNN wieder reanimiert und lösten den derzeitigen Hype aus. Berechnungen werden bevorzugt auf Grafikkarten ausgeführt, und damit können Komplexitäten erreicht werden, die noch vor einigen Jahren unvorstellbar waren – um präziser zu sein: vor dem Jahr 2011, in dem sich die Firma NVIDIA mit dem Forscher Andrew Ng von Stanford zusammentat, mit NVIDIA-GPUs gegen CPUs antrat und bestehen konnte. Damit hatte sich die Hardware-Eintrittshürde für die Berechnung hochkomplexer Netzwerke – wir reden hier von Netzen mit Milliarden von Neuronen und Verbindungen – drastisch verringert.

            
                Fun Fact

                Die Anzahl der Neuronen im Hirn wird auf ungefähr [image: formula] geschätzt. Zum Vergleich: Es leben insgesamt rund [image: formula] Bakterien auf unserer Hautoberfläche.

            

        
    


                    
                        
        1.8    Zusammenfassung

        Das war’s mit der Einleitung, in der wir Ihnen, wie wir hoffen, einen ersten Überblick zu neuronalen Netzen und dem Drumherum verschaffen konnten. Für uns war es wichtig, bereits ein kleines konkretes Beispiel zu zeigen und damit ein wenig Realität im Umgang mit neuronalen Netzen zu präsentieren. Die folgenden zentralen Punkte haben wir besprochen:

        
            	
                ein einfaches KNN zur Ermittlung der Bienenkönigin

            

            	
                die Herleitung des künstlichen Neurons aus dem biologischen Neuron

            

            	
                die Einordnung der neuronalen Netze im Bereich der KI

            

        

        Danke, dass Sie bei uns geblieben sind. Sie sind aus dem Holz geschnitzt, das für dieses Buch benötigt wird: Ausdauer, Durchhaltevermögen und Wissensdurst. Wir hoffen, wir haben es für Sie so schonend wie möglich gemacht und Ihnen den Einstieg in die Materie und dieses Buch ermöglicht.

        So nun genug der Einleitung – auf zum ersten praktischen Thema im ersten Teil, in dem es um die Installation des von uns verwendeten Frameworks geht: Python, TensorFlow und Jupyter Notebook.
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                        Teil I
Up and running
Dieser Teil ist für Praktiker (neudeutsch: Maker) gedacht. Schlanke Einführung, schnell ins Praktische, um Ergebnisse zu sehen, wie zum Beispiel die Installation einer Entwicklungsumgebung, ein erstes Perceptron programmieren etc. In Form eines leicht verständlichen Tutorials nehmen wir Sie, lieber Leser, an die Hand und leiten Sie bis zur Programmierung eines fertigen neuronalen Netzes.
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